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ABSTRAK 

 

Beragamnya emosi dari masyarakat dalam merespon dinamika pemerintahan yang sedang berlangsung saat 

ini sudah berlangsung dari tahun ke tahun. Banyak informasi yang tidak tersampaikan dengan baik karena 

kurangnya pemahaman masyarakat terkait konteks emosional yang terkandung dalam informasi tersebut. Salah 

satu pendekatan yang dapat dilakukan adalah dengan melakukan sebuah pengelompokkan emosi. Penelitian ini 

bertujuan untuk membandingkan performa algoritma Support Vector Machine (SVM) dan Random Forest yang 

diintegrasikan dengan teknik word embedding dalam klasifikasi emosi pada komentar YouTube berbahasa 

Indonesia terkait kebijakan pemerintah. Data pada penelitian ini sebanyak 3074 data, dan akan dibangun total 16 

skenario pemodelan. Proses klasifikasi terdiri dari dua tahap yaitu klasifikasi emosi dan klasifikasi jenis emosi. 

Penggunaan teknik sampling dan rasio pembagian data memberikan hasil yang bervariasi di setiap model. Model 

dengan performa paling optimal untuk klasifikasi emosi adalah Random Forest dengan Word2Vec dengan hasil 

akurasi 86%, sedangkan model klasifikasi jenis emosi dengan performa paling optimal adalah Support Vector 

Machine dengan FastText dengan nilai akurasi sebesar 77%. Word2Vec mampu menangkap hubungan semantis 

kata cukup baik walaupun jumlah dataset yang digunakan relatif kecil. Di satu sisi lain, FastText juga mampu 

mengimbangi performa Word2Vec karena kemampuannya memanfaatkan representasi berbasis subkata untuk 

menangani kata-kata yang tidak terdapat dalam korpus. 

 

Kata kunci :  klasifikasi, emosi, machine learning, word embedding, FastText, Word2Vec 

 

1. PENDAHULUAN 

Pada era perkembangan teknologi yang semakin 

canggih saat ini, gaya hidup manusia diiringi dengan 

media yang serba digital. Adanya media digital 

tersebut memungkinkan penyebaran opini publik 

secara masif dan lebih terbuka [1]. Setiap kebijakan 

yang dikeluarkan pemerintah selalu menjadi 

perbincangan hangat oleh masyarakat melalui media 

digital tersebut. Beragam respons muncul terhadap 

kebijakan pemerintah, mulai dari rasa senang, marah, 

hingga emosi lainnya. Beragamnya emosi dari 

masyarakat dalam merespon dinamika pemerintahan 

yang sedang berlangsung saat ini sudah berlangsung 

dari tahun ke tahun [2].  

Emosi memiliki peran penting dalam proses 

komunikasi [3]. Emosi dapat diungkapkan melalui 

berbagai macam bentuk komunikasi seperti 

ucapan/lisan, ekspresi wajah, dan tulisan.  Sering kali 

orang-orang masih menyalahartikan sebuah informasi 

karena mereka tidak memahami konteks emosi yang 

terkandung di dalamnya. Kurangnya pemahaman ini 

dapat menyebabkan kesalahpahaman dan konflik. 

Memahami dan menafsirkan emosi orang lain dapat 

menghasilkan interaksi sosial yang lebih baik, 

mengurangi konflik, dan meningkatkan kualitas 

hubungan sosial [4]. Terdapat banyak metode untuk 

dapat mengenali emosi dari sebuah teks, salah satunya 

adalah menggunakan machine learning. 

Machine learning adalah salah satu cabang dari 

kecerdasan buatan yang berfokus pada pengembangan 

model yang memungkinkan komputer untuk membuat 

sebuah keputusan berdasarkan data yang diberikan [5]. 

Dalam penerapan machine learning, khususnya 

Natural Language Processing, memahami hubungan 

antarkata dianggap penting karena dapat 

meningkatkan performa model [6]. Banyak teknik 

yang dapat digunakan untuk memahami hubungan 

semantis antar kata dalam NLP, salah satu teknik yang 

cukup populer yaitu word embedding. Penerapan word 

embedding pada text mining dapat merepresentasikan 

mengenai hubungan antar kata dalam bentuk ruang 

vektor berkelanjutan [6]. 

Berdasarkan latar belakang yang telah diuraikan 

sebelumnya, penelitian ini akan mengaplikasikan 

algoritma machine learning Support Vector Machine 

dan Random Forest dengan tujuan untuk mengetahui 

perbandingan hasil performa kedua algoritma dengan 

teknik word embedding untuk mengklasifikasikan 

emosi pada komentar YouTube berbahasa indonesia 

mengenai topik kebijakan pemerintah. Perbandingan 

kedua metode ini dilakukan karena masing-masing 

algoritma memiliki karakteristik yang berbeda dalam 

menangani data teks. Support Vector Machine dikenal 

unggul dalam memisahkan data pada ruang dimensi 

tinggi dengan memanfaatkan margin optimal dan 

secara konsisten mendapatkan performa terbaik dalam 

mengklasifikasikan teks [7]. Di sisi lain, Random 

Forest memiliki keunggulan dalam menangani data 

yang kompleks dan berdimensi tinggi [8]. SVM dan 

RF menghasilkan performa yang cukup baik untuk 

melakukan tugas klasifikasi teks dengan data yang 

tidak seimbang [9]. Dengan melakukan komparasi, 

penelitian ini bertujuan untuk menentukan algoritma 

dan ekstraksi fitur word embedding mana yang paling 
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optimal dalam menangkap hubungan semantis teks 

serta menghasilkan model klasifikasi emosi yang lebih 

akurat.  

 

2. TINJAUAN PUSTAKA 

2.1. Text Mining 

Text mining adalah sebuah proses untuk 

menemukan dan mengekstrak informasi penting dan 

menarik dari teks yang tidak terstruktur seperti 

dokumen dan website. Proses ini mencakup berbagai 

teknik, mulai dari pengambilan informasi, klasifikasi 

teks, clustering, hingga ekstraksi entitas, relasi, dan 

peristiwa [10]. Text mining sering digunakan untuk 

mengkategorikan dan menganalisis sentimen dari data 

teks yang besar. Teknik ini berguna untuk 

mengidentifikasi wawasan dan pola tren dalam data 

tersebut. Beberapa perusahaan menggunakan text 

mining untuk menganalisis pendapat, emosi, dan 

sentimen masyarakat terhadap merk dan produk 

mereka [11]. 

 

2.2. Word2vec 

Teknik word vector menjadi solusi baru dalam 

merepresentasikan kata-kata di bidang Natural 

Language Processing (NLP). Word vector dibangun 

menggunakan bantuan jaringan saraf tiruan. Teknik ini 

diusulkan dengan nama Word2Vec [12]. Word2Vec 

adalah jaringan saraf yang mempelajari pengubahan 

bentuk kata dari teks menjadi bentuk vektor. Model 

Word2vec mempelajari representasi vektor dari kata-

kata, yang membawa makna semantik dan berguna 

dalam berbagai tugas NLP [13]. 

 

2.3. Fastext 

FastText adalah metode word embedding yang 

merupakan pengembangan dari Word2Vec. Metode 

ini mewakili setiap kata sebagai sekumpulan karakter 

n-gram, sehingga efektif untuk menangani kata-kata 

yang jarang dan di luar kosa kata [14]. FastText 

terbukti mampu mengungguli model TF-IDF 

tradisional dengan memerlukan lebih sedikit langkah 

praproses sambil mempertahankan performa yang 

tinggi [15]. 

 

2.4. Support Vector Machine 
Support Vector Machine (SVM) adalah bagian 

dari pembelajaran mesin yang bekerja dengan cara 

menemukan hyperplane terbaik yang berguna untuk 

memisahkan dua buah kelas pada input. Metode SVM 

dibagi menjadi dua, yaitu SVM linier dan SVM 

nonlinier. SVM linier merupakan data yang dipisahkan 

secara linier, yaitu memisahkan kedua class pada 

hyperplane dengan margin maksimum, sedangkan 

SVM nonlinier yaitu menerapkan fungsi dari kernel 

terhadap ruang yang berdimensi lebih tinggi [16]. 

 

 
Gambar 1. Ilustrasi hyperplane SVM 

 

2.5. Random Forest 

Random Forest merupakan metode klasifikasi 

yang berdasarkan oleh pohon keputusan atau decision 

tree. Setiap pohon keputusan dibuat dengan memilih 

variabel secara acak untuk melakukan pada setiap 

cabang-cabangnya. Metode ini membantu 

meningkatkan akurasi dan mengurangi kemungkinan 

overfitting karena keputusan akhir didasarkan pada 

berbagai pohon, bukan hanya satu [17]. 

 

 
Gambar 2. Ilustrasi struktur Random Forest 

 

2.6. Confusion Matrix 

Confusion matrix atau bisa disebut juga matriks 

klasifikasi merupakan sebuah alat yang penting dalam 

menganalisis performa dari machine learning. 

Confusion matrix digunakan untuk mengevaluasi 

performa dari sebuah model klasifikasi [18]. 

Confusion matrix membandingkan hasil prediksi 

model dengan nilai sebenarnya dari data uji. Tabel ini 

terdiri dari empat bagian utama: True Positive (TP), 

True Negative (TN), False Positive (FP), dan False 

Negative (FN). Dengan confusion matrix, kita dapat 

menghitung berbagai metrik evaluasi seperti accuracy, 

precision, recall, dan F1-score [19]. 

Accuracy =   
(TP + TN)

(TP + FP + FN + TN)
 (1) 

Accuracy merepresentasikan sejauh mana model 

dapat mengklasifikasikan dengan tepat. 

Precision =  
(TP) 

(TP +  FP)
 (2) 

Precision merepresentasikan tingkat ketepatan 

antara data yang diminta dan hasil prediksi model. 

Recall =
(𝑇𝑃 )

(𝑇𝑃 +  𝐹𝑁)  
 (3) 
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Recall merepresentasikan keberhasilan model 

dalam menemukan kembali informasi yang relevan. 

F1-score =
(2 ×  𝑅𝑒𝑐𝑎𝑙𝑙 ×  𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛) 

 (𝑅𝑒𝑐𝑎𝑙𝑙 +  𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛)
 (4) 

F1-score merepresentasikan nilai rata-rata 

harmonik dari Precision dan Recall. 

 

3. METODE PENELITIAN 

Alur penelitian yang dilakukan ditunjukkan pada 

gambar diagram alir penelitian di bawah. 

 

 
Gambar 3. Diagram alir penelitian 

 

Pada setiap proses dalam Gambar 3 akan 

dijelaskan dalam poin-poin sebagai berikut 

 

3.1. Pengumpulan Data 

Data komentar pengguna YouTube pada konten 

video dengan topik kebijakan pemerintah diambil 

menggunakan bantuan YouTube Data API dan 

kemudian disimpan dalam bentuk csv. 

 

3.2. Pelabelan Data 

Pelabelan data pada penelitian ini akan 

digunakan lima jenis pelabel dengan bantuan pre-

trained model klasifikasi emosi. Setelah didapatkan 

hasil label akan diambil modus label dari setiap class 

untuk digunakan sebagai label akhir. Jika tidak 

didapatkan modus dari proses tersebut maka akan 

dilakukan pelabelan ulang secara manual. Lima 

pelabel pretrained model tersebut adalah michellejieli 

[20], finiteautomata [21], vamossyd [22], jhartman 

[23], dan GPT-3.5 [24]. 

  

3.3. Praproses Data 
Setelah melakukan pelabelan, proses berikutnya 

adalah preprocessing atau praproses data yang 

bertujuan untuk memfilter data sehingga 

menghasilkan data dalam bentuk yang lebih optimal 

dan terorganisir dengan baik. Tahapan pada praproses 

data ini yaitu cleaning, case folding, normalization, 

dan stemming.  

 

3.4. Proses Word Embedding 

Tahap selanjutnya akan dilakukan word 

embedding untuk mengubah setiap kata pada data latih 

menjadi nilai vektor agar dapat dipelajari oleh model. 

Ada dua metode word embedding yang akan 

digunakan yaitu Word2Vec dan FastText.  

 

3.5. Klasifikasi Emosi 
Pada tahap ini akan dilakukan proses klasifikasi 

teks yang mengandung emosi atau tidak. Pelatihan 

model menggunakan data latih yang sebelumnya telah 

dilabeli. Hasil pada proses ini yaitu class yang 

mengandung emosi nantinya akan digunakan sebagai 

data model pada tahap klasifikasi kedua.  

 

3.6. Klasifikasi Jenis Emosi 
Pada tahap ini akan dilakukan pengelompokkan 

emosi berdasarkan enam class yaitu Joy, Sadness, 

Anger, Fear, Surprise, dan Disgust. Data yang 

digunakan adalah data yang mengandung emosi dari 

tahap klasifikasi emosi sebelumnya.  

 

3.7. Evaluasi Model 

Hasil pengujian dari data uji akan ditampilkan 

dalam bentuk nilai tertentu yang merepresentasikan 

performa model yang telah dilatih terhadap atribut 

yang telah ditetapkan sebelumnya. Tahap evaluasi 

model ini melibatkan confusion matrix, CPU usage, 

dan processing time.  

 

4. HASIL DAN PEMBAHASAN 

4.1. Pengumpulan Data 
Pengumpulan data komentar ini yang dibutuhkan 

adalah id dari video YouTube yang mengandung topik 

kebijakan pemerintah, dan API key dari Youtube Data 

API v3. Data yang diambil dari proses crawling 

tersebut meliputi nama akun yang bertipe string untuk 

menunjukkan siapa akun yang membuat komentar, 

dan komentar dari akun tersebut. 
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Gambar 4. Hasil pengumpulan data 

 

Proses pengumpulan data pada Gambar 4, data 

diambil berdasarkan video_id pada masing-masing 

video sehingga dilakukan pengambilan beberapa 

pengumpulan video_id untuk memperoleh dataset 

penelitian. Sebanyak 3074 data akan digunakan dalam 

penelitian ini. 

 

4.2. Pelabelan Data 

Data komentar sebelumnya akan diterjemahkan 

ke dalam bahasa Inggris terlebih dahulu sebagai 

bentuk perantara sementara karena pelabel yang 

digunakan berbasis bahasa Inggris. Kemudian akan 

dilakukan pelabelan dengan pretrained model untuk 

menghasilkan lima jenis label yang dapat dilihat pada 

gambar 5 di bawah. 

 

 
Gambar 5. Hasil pelabelan data 

 

Setiap pelabel akan menghasilkan tujuh label 

yaitu “Joy”, “Sadness”, “Fear”, “Disgust”, “Anger”, 

“Surprise”, dan “Neutral”. Hasil fiksasi label pada 

setiap tahap klasifikasi akan ditentukan secara objektif 

dengan diambilnya modus dari label yang diberikan 

pelabel. Jika tidak didapatkan modus atau terjadi tie-

breaking maka model akan ditimbang dengan label 

penulis secara manual. Label pada klasifikasi pertama 

yaitu “Yes” dan “No”. Label “Yes” didapatkan dari 

proses mapping label yang ditentukan berdasarkan 

label “Joy”, “Sadness”, “Fear”, “Disgust”, “Anger”, 

“Surprise”, sedangkan label “No” didapatkan dari 

proses mapping label yang ditentukan berdasarkan 

label “Neutral”.  

 

4.3. Praproses Data 

Setelah data dilabeli, selanjutnya akan dilakukan 

tahap praproses data atau menyiapkan data sehingga 

akan menghasilkan data bersih yang siap digunakan 

untuk proses berikutnya.  

Tahapan praproses data dalam penelitian ini yaitu 

cleaning, case folding, normalization, dan stemming. 

Tahap praproses data diawali dengan melakukan 

pembersihan data atau cleaning seperti penanganan 

missing value, menghapus emoji, menghapus elemen 

html, menghapus mention akun, menghapus url link, 

dan lainnya. Selanjutnya akan dilakukan proses case 

folding atau menyeragamkan setiap data menjadi huruf 

kecil semua. Setelah itu, akan dilakukan normalisasi 

data seperti menangani permasalahan kata yang typo 

atau kurang benar penulisannya dan juga penanganan 

terhadap kata yang disingkat. Terakhir stemming atau 

mengubah bentuk kata yang memiliki imbuhan baik 

imbuhan awalan, imbuhan akhiran, imbuhan sisipan, 

maupun imbuhan kombinasi awal dan akhir menjadi 

bentuk kata dasarnya. Contoh praposes data dapat 

dilihat pada pada tabel 1. 

 
Tabel 1. Contoh Hasil dari tahap praproses 

Text Cleaned-text 

Mudah-mudahan ada demo 

besar buat gagalin proyek 

korupsi lg <BR> udh muak 

ga tahan lagi sama 

pemerintahan jokowi ini 

mudah mudah ada demo 

besar buat gagal proyek 

korupsi lagi sudah muak 

tidak tahan lagi sama 

perintah jokowi ini 

 

4.4. Proses Word Embedding 
Tahap selanjutnya akan dilakukan proses word 

embedding agar data dapat dipelajari model ketika 

proses pemodelan nanti. Proses ini menggunakan 

metode Word2vec dan FastText untuk mengubah kata 

menjadi vektor numerik yang merepresentasikan kata. 

Proses word embedding tersebut akan diterapkan pada 

setiap data yang telah dibagi untuk beberapa macam 

skenario pemodelan. Detail setiap skenario pemodelan 

dapat dilihat pada tabel 2 di bawah 

 
Tabel 2. Jenis skenario pemodelan 

Nama Model Deskripsi 

Model 1 SVM dengan Word2Vec 

Model 2 SVM dengan FastText 

Model 3 Random Forest dengan Word2Vec 

Model 5 Random Forest dengan FastText 

 

Tabel 2 berisi detail empat pemodelan yang akan 

dibangun. Total empat model tersebut akan dijalankan 

pada setiap tahap klasifikasi. Setiap model akan 

menjalankan skenario data normal dan RUS, dengan 

proporsi 80:20 dan 70:30, sehingga didapatkan total 

sebanyak 16 skenario pemodelan untuk setiap tahap 

klasifikasi. 

 

4.5. Klasifikasi Emosi 

Proses klasifikasi ini akan mendeteksi apakah 

sebuah teks mengandung emosi atau tidak. 

Pembangunan model menggunakan konfigurasi 

parameter yang seragam dan telah disesuaikan untuk 

menghasilkan kinerja yang paling optimal. Lima 

model dengan hasil performa terbaik akan diambil 

untuk memudahkan proses seleksi dalam menentukan 

satu model terbaik secara keseluruhan. 
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Tabel 3. Lima model terbaik klasifikasi emosi 

Klasifikasi Emosi  

Indikator 

Model 1 

Normal 

80:20 

Model 1 

RUS 

80:20  

Model 3 

Normal 

80:20 

Model 3 

RUS 

80:20  

Model 4 

RUS 

80:20 

Train 

Accuracy 
0.89% 0.89% 0.96% 0.96% 0.96% 

Test  

Accuracy 
0.85%  0.85%  0.86%  0.85%  0.86%  

Precision 0.85%  0.85%  0.86%  0.85%  0.85%  

Recall 0.85%  0.86%  0.85%  0.85%  0.85%  

F1-score 0.86%  0.86%  0.86%  0.86%  0.85%  

CPU 

usage 
0.8% 0.8% 0.8% 0.8% 0.8% 

Processi
ng time 

4.02 
detik 

3.70 
detik 

2.31 
detik 

5.48 
detik 

1.26 
detik 

Model  

status 
balanced balanced balanced balanced balanced 

 

Berdasarkan tabel 3 di atas, didapatkan beberapa 

kesimpulan berikut. Lima skenario model terbaik 

untuk proses klasifikasi emosi yaitu Model 1 Normal 

80:20, Model 1 RUS 80:20, Model 3 Normal 80:20, 

Model 3 RUS 80:20, dan Model 4 RUS 80:20. Kelima 

model tersebut menghasilkan akurasi tertinggi dari 16 

skenario yang dilakukan yaitu sebesar 85% hingga 

86%. Waktu pemrosesan untuk lima model terbaik di 

atas relatif cepat karena hanya berkisar antara 1 detik 

hingga 6 detik, sedangkan penggunaan CPU juga 

menunjukkan hasil yang cukup rendah yaitu sebesar 

0.8%. Kelima model yang dihasilkan tidak 

mengindikasikan terjadinya overfitting/underfitting 

karena perbedaan akurasi latihan dan pengujian cukup 

rendah sehingga dapat dikatakan kelima model 

tersebut memiliki status balanced. 

 

4.6. Klasifikasi Jenis Emosi 

Proses klasifikasi jenis emosi ini menggunakan 

data dari proses klasifikasi sebelumnya yang memiliki 

class emosi. Proses klasifikasi ini akan 

mengelompokkan emosi berdasarkan jenisnya ke 

dalam enam class yaitu Joy, Sadness, Anger, Fear, 

Surprise, dan Disgust. Lima model dengan hasil 

performa terbaik akan diambil untuk memudahkan 

proses seleksi dalam menentukan satu model terbaik 

secara keseluruhan. 

 
Tabel 4. Lima model terbaik klasifikasi jenis emosi 

Klasifikasi Jenis Emosi  

Indikator 

Model 1 

Normal 

80:20 

Model 2 

Normal 

80:20 

Model 2 

Normal 

70:30 

Model 2 

RUS 

80:20  

Model 4 

Normal 

80:20 

Train 
Accuracy 

0.97% 0.84% 0.84% 0.84% 1.00% 

Test  
Accuracy 

0.76% 0.77% 0.75%  0.75%  0.76%  

Precision 0.76% 0.78% 0.76%  0.76%  0.77%  

Recall 0.76% 0.77% 0.75%  0.75%  0.72%  

F1-score 0.76% 0.77% 0.75%  0.75%  0.72%  

CPU 

usage 
0.8% 0.8% 0.4% 0.8% 0.8% 

Klasifikasi Jenis Emosi  

Indikator 

Model 1 

Normal 

80:20 

Model 2 

Normal 

80:20 

Model 2 

Normal 

70:30 

Model 2 

RUS 

80:20  

Model 4 

Normal 

80:20 

Processi
ng time 

2.22 
detik 

0.68 
detik 

0.97 
detik 

0.15 
detik 

3.28 
detik 

Model  

status 
overfit balanced balanced balanced overfit 

 

Berdasarkan tabel 4 di atas, didapatkan beberapa 

kesimpulan berikut. Lima skenario model terbaik 

untuk proses klasifikasi jenis emosi yaitu Model 1 

Normal 80:20, Model 2 Normal 80:20, Model 2 

Normal 70:30, Model 2 RUS 80:20, dan Model 4 

Normal 80:20. Kelima model tersebut menghasilkan 

akurasi tertinggi dari 16 skenario yang dilakukan yaitu 

sebesar 75% hingga 77%. Waktu pemrosesan untuk 

lima model terbaik di atas relatif cepat karena hanya 

berkisar antara 1 detik hingga 4 detik, sedangkan 

penggunaan CPU juga menunjukkan hasil yang relatif 

rendah yaitu sebesar 0.8%. Dari lima model tersebut, 

Model 1 Normal 80:20 dan Model 4 Normal 80:20 

mengindikasikan terjadi overfitting karena nilai 

akurasi pelatihan dan pengujian memiliki selisih yang 

cukup signifikan. Pada sisi lain, Model 2 Normal 

80:20, Model 2 Normal 70:30, dan Model 2 RUS 

80:20 mengindikasikan status model balanced karena 

perbedaan akurasi latihan dan pengujian cukup rendah. 

 

4.7. Evaluasi Model 
Pada tahap klasifikasi emosi, Model 3 Normal 

80:20 dengan waktu pemrosesan selama 2.31 detik dan 

Model 4 RUS 80:20 dengan waktu pemrosesan selama 

1.26 detik memiliki nilai akurasi yang sama yaitu 

sebesar 86%. Akan tetapi, nilai F1-score untuk Model 

3 Normal 80:20 tersebut lebih tinggi dibandingkan 

Model 4 RUS 80:20 yaitu sebesar 86%. Sehingga 

dapat disimpulkan bahwa model terbaik untuk 

klasifikasi emosi adalah Random Forest dengan 

ekstraksi fitur Word2Vec rasio pembagian data 80:20. 

Pada tahap klasifikasi jenis emosi, Model 2 

Normal 80:20 memiliki hasil akurasi dan F1-score 

yang paling tinggi diantara model lain yaitu sebesar 

77%, serta model tersebut juga terindikasi model yang 

seimbang. Oleh karena itu, dapat disimpulkan bahwa 

model terbaik untuk klasifikasi jenis emosi adalah 

Support Vector Machine dengan ekstraksi fitur 

FastText rasio pembagian data 80:20. 

 

5. KESIMPULAN DAN SARAN 

Berdasarkan penelitian yang telah dilakukan, 

dapat disimpulkan bahwa pembuatan model klasifikasi 

emosi dengan menggunakan teknik word embedding 

menghasilkan performa yang cukup bagus. Secara 

keseluruhan, terdapat beberapa model yang terindikasi 

mengalami overfitting, namun mayoritas model yang 

dibangun memiliki status balanced. Hasil performa 

yang ditunjukkan melalui metrik evaluasi yang 

digunakan menunjukkan hasil dengan selisih yang 

cukup dekat satu sama lain pada setiap proses 

klasifikasi. Model dengan performa paling optimal 
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untuk klasifikasi emosi adalah Random Forest Normal 

80:20 dengan nilai akurasi sebesar 0.86, sedangkan 

model dengan performa paling optimal untuk 

klasifikasi jenis emosi adalah SVM Normal 80:20 

dengan nilai akurasi sebesar 0.77. Selain itu, 

penerapan teknik word embedding Word2Vec dan 

FastText menghasilkan performa yang saling 

kompetitif dengan dibuktikannya hasil yang tidak 

terlalu signifikan diantara keduanya. Word2Vec 

mampu menangkap hubungan semantis kata cukup 

baik walaupun jumlah dataset yang digunakan relatif 

kecil. Di satu sisi lain, FastText juga mampu 

mengimbangi performa Word2Vec karena 

kemampuannya memanfaatkan representasi berbasis 

subkata untuk menangani kata-kata yang tidak terdapat 

dalam korpus. Saran yang dapat ditambahkan untuk 

penelitian selanjutnya adalah karena penelitian ini 

hanya menggunakan teknik word embedding langsung 

pada teks tanpa kombinasi dengan metode ekstraksi 

fitur lainnya, penambahan kombinasi ekstraksi fitur 

teknik word embedding seperti teknik n-grams, POS 

tagging, dan semacamnya dapat dipertimbangkan 

untuk memperoleh dimensi fitur yang lebih besar. 

Selain itu, juga dapat dipertimbangkan untuk 

mengambil makna semantis dari emoticon, 

penggunaan karakter yang berulang seperti “kesalll!!!” 

yang menandakan adanya intensitas emosi sehingga 

dapat menghasilkan model klasifikasi emosi yang 

lebih akurat. 
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