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ABSTRAK

Bencana alam adalah rangkaian kejadian yang ditimbulkan oleh alam. Namun tidak menutup kemungkinan
bencana alam yang terjadi disebabkan oleh ulah manusia. Bencana alam memiliki potensi untuk menyebabkan
dampak yang signifikan pada infrastruktur dan lingkungan, bahkan dapat mengancam keselamatan manusia.
Penelitian ini bertujuan untuk mengidentifikasi wilayah-wilayah dimana jenis bencana alam paling dominan atau
sering terjadi untuk memberikan wawasan yang lebih mendalam tentang resiko bencana alam di berbagai wilayah
sehingga dapat membantu meningkatkan upaya mitigasi bencana. Metode yang diterapkan melibatkan
pengelompokkan data menggunakan algoritma K-Means, yang memungkinkan peneliti untuk mengelompokkan
wilayah dengan karakteristik serupa ke dalam cluster-cluster yang berbeda. Hasil penelitian ini berhasil
mengelompokkan data bencana alam menggunakan Algoritma K-Means membentuk 3 cluster berdasarkan
MeasureTypes Bregman Divergences dengan parameter SequaredEuclideanDistance sampai menghasilkan nilai
DBI terbaik. Nilai Davies-Bouldin-Index (DBI) yang dihasilkan pada penelituan ini yaitu 0,012. Cluster 0
memiliki 884 data dengan tingkat kejadian bencana alam rendah. Kejadian bencana alam yang dominan terjadi
yaitu kekeringan. Sedangkan wilayah yang termasuk kedalam cluster 1 dengan memiliki 2 data adalah wilayah
dengan tingkat kejadian sedang. Kejadian bencana yang paling dominan adalah Letusan Gunung Api. Dan cluster
2 memiliki 1 data yaitu wilayah dengan tingkat kejadian tinggi. Kejadian bencana alam yang paling dominan

adalah Puting Beliung.

Kata kunci: Clustering, Algoritma K-Means, Bencana Alam

1. PENDAHULUAN

Indonesia merupakan negara yang rawan akan
bencana baik bencana alam maupun non alam,
bencana alam merupakan ancaman yang dapat
mengganggu kehidupan dan penghidupan masyarakat.
Dampak yang terjadi akibat bencana alam diantaranya
banyak menelan korban jiwa, rusaknya lingkungan
hidup, fasilitas dan infrastuktur, serta kehilangan
barang berharga [1]. Teknologi informatika
memungkinkan peningkatan kualitas pengambilan
keputusan berdasarkan analisis data dalam kerangka
pengelolaan lingkungan. Data yang terhimpun dan
diolah memiliki potensi untuk mendukung pembuatan
kebijakan yang lebih optimal dan efisien oleh pihak-
pihak yang kepentingan dalam mengelola sumber daya
alam serta merespons peristiwa bencana alam.
Pentingnya pemanfaatan sistem informasi layanan
berbasis digital juga diungkapkan oleh Nurdiawan
dkk, bahwasannya Pelayanan online bertujuan untuk
meningkatkan keterjangkauan warga negara terhadap
layanan publik pemerintah, memperluas akses
masyarakat terhadap sumber informasi yang dimiliki
oleh pemerintah, menangani pengaduan masyarakat,
serta menjamin keseragaman kualitas pelayanan yang
dapat dinikmati oleh seluruh warga negara [2].
Pemanfaatan teknologi website sebagai medium
online juga digunakan untuk memperluas penyebaran
informasi [3]. Hal ini tentu akan memeudahkan

masyarakan dalam mengakses informasi mengenai
bencana alam yang terjadi.

Bencana alam memiliki potensi  untuk
menyebabkan dampak vyang signifikan pada
infrastuktur  dan  lingkungan, bahkan dapat
mengancam keselamatan manusia. Keberagaman
karakteristik ~ bencana di  wilayah Indonesia
memberikan tantangan dalam merancang strategi
mitigasi yang tepat dan disesuaikan dengan

karakteristik unik masing-masing daerah tersebut.
Dalam implementasinya, Algoritma K-Means
memerlukan tiga parameter yang harus ditentukan oleh
pengguna, yakni jumlah klaster (k), inisialisasi klaster,
dan ukuran jarak sistem. Algoritma ini bertujuan untuk
mengelompokkan sejumlah data atau objek kedalam
kelompok atau cluster, sehinga setiap cluster berisi
data yang memiliki kemiripan [4]. Uji kinerja K-
Means clustering menggunakan Davies-Bouldin Index
juga telah dilakukan untuk mengelompokan data
prestasi siswa. Apabila nilai DBI tidak mendekati nol,
maka cluster cluster tersebut di anggap belum optimal
[5]. Knowledge Discovery in Database (KDD)
digunakan sebagai proses pengolahan data mining
yang mencakup pengumpulan data dan pemanfaataan
data historis untuk menemukan pola, keteraturan, dan
hubungan dalam kumpulan data yang berskala besar.
Hasil dari data mining dapat digunakan untuk
meningkatkan kualitas pengambilan keputusan di
masa mendatang [6]. Data mining perlu di standarisasi
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menggunakan tahapan-tahapan agar data layak diolah
[7].

Tujuan dari penelitian ini yaitu memberikan hasil
informasi dalam bentuk pola pengelompokkan daerah
rawan bencana mulai dari tahun 2021-2022 yang akan
dijadikan sebagai acuan di dalam pengambilan
keputusan pihak-pihak terkait untuk mengidentifikasi
wilayah-wilayah dimana jenis bencana alam paling
dominan atau sering terjadi. Hasil penelitian ini
memiliki implikasi yang signifikan bagi sejumlah
pihak terkait penanggulangan bencana di Indonesia.
Informasi yang dihasilkan dari pengelompokkan
daerah dengan menggunakan Algoritma K-Means
clustering dapat disampaikan kepada pemerintah
daerah, lembaga kemanusiaan, dan peneliti dibidang
mitigasi bencana. Para pembuat kebijakan dapat
menggunakan temuan ini sebagai dasar untuk
merancang strategi mitigasi yang lebih spesifik dan
sesuai dengan karakteristik setiap wilayah.

Pada penelitian ini, Knowledge Discovery in
Database (KDD) digunakan untuk menganalisis data
bencana alam pada tahun 2021-2022 dengan total
9.991 data. Data Mining merupakan konsep yang
digunakan untuk mengeksplorasi pengetahuan di
dalam kumpulan data besar. Tujuannya adalah
mengidentifikasi informasi yang bernilai melalui
penerapan teknik statistik, matematika, kecerdasan
buatan, dan machine learning pada dataset yang
memiliki skala besar [8]. Metode Data Mining yang
diterapkan pada penelitian ini adalah Algoritma K-
Means clustering dengan tools RapidMiner untuk
mengidentifikasi pola atau kelompok yang signifikan
dalam dataset bencana alam. Untuk mengevaluasi
hasil dari proses pengelompokan yang dilakukan oleh
Algoritma K-Means, digunakan Davies Bouldin Index
(DBI).

Hasil penelitian ini memiliki implikasi yang
signifikan bagi sejumlah pihak terkait penanggulangan
bencana di Indonesia. Informasi yang dihasilkan dari
pengelompokkan daerah dengan menggunakan
Algoritma K-Means clustering dapat disampaikan
kepada pemerintah daerah, lembaga kemanusiaan, dan
peneliti dibidang mitigasi bencana.

2. TINJAUAN PUSTAKA

Penelitian menurut Erliyana dkk yang berjudul
"Analisa Penjualan Mobil Dengan Menggunakan
Algoritma K-Means Di PT. Mulya Putra Kencana”
Data Mining merupakan suatu tahapan ekstraksi atau
penambangan data yang sebelumnya tidak diketahui,
namun dapat dipahami dan memiliki nilai signifikan
dari suatu database yang memiliki volume besar.
Proses ini digunakan untuk mendapatkan wawasan
atau pengetahuan baru, sering disebut sebagai "Data
atau Knowledge Discovery" yang bertujuan untuk
mengidentifikasi pola yang tersembunyi dalam data.
Penggunaan mobil di Indonesia mengalami
peningkatan setiap tahunnya, mendorong perusahaan
otomotif untuk bersaing dalam meningkatkan
penjualan. Dalam penelitian ini, dilakukan analisis

data mining dengan menerapkan Teknik Clustering
menggunakan Algoritma K-Means untuk
mengelompokkan data penjualan ke dalam sebuah
cluster. Hasilnya, metode Clustering memiliki potensi
untuk mendukung perusahaan otomotif dalam
mengevaluasi Kinerja penjualan mobil mereka dengan
perbandingan terhadap pesaing. Hasil pengujian
menggunakan perangkat lunak RapidMiner v9.6
menunjukkan bahwa Cluster 0 memiliki 90 anggota
(Tingkat Penjualan Tertinggi), Cluster 1 memiliki 88
anggota (Penjualan Cukup Baik), dan Cluster 2
memiliki 89 anggota (Tingkat Penjualan Rendah) [9].

Dalam penelitian yang dilakukan Herviany dkk
dengan judul “Perbandingan Algoritma K-Means dan
K-Medoids untuk Pengelompokkan Daerah Rawan
Tanah Longsor di Provinsi Jawa Barat” Data Mining
merajuk pada kegiatan ekstraksi informasi dari dataset
yang besar dengan tujuan  mengungkapkan
pengetahuan  tersembunyi dan  memfasilitasi
penerapannya secara real-time dalam aplikasi. Data
mining melibatkan  berbagai algoritma untuk
menganalisis data. Dalam penelitiannya, Herviany dkk
membahas mengenai perbandingan antara algoritma
K-Means dan  metode  K-Medoids  untuk
mengidentifikasi daerah yang rentan terhadap bencana
tanah longsor di Provinsi Jawa Barat pada tahun 2019.
Tujuan penelitian ini adalah untuk memberikan
panduan yang lebih efektif dalam penanggulangan
bencana tanah longsor di wilayah tersebut. Hasil
penelitian menunjukkan bahwa metode K-Means lebih
optimal daripada K-Medoids, dengan jumlah Kluster
yang paling optimal adalah 6. Cluster 2 merupakan
yang paling dominan, dan Kluster 5 memiliki jumlah
daerah dan kejadian tanah longsor terbanyak dengan
jumlah 4 daerah dan jumlah kejadian sebanyak 106
kejadian [10].

Penelitian menurut Hermanto dan Muhyidin
yang berjudul “Analisis Sebaran Titik Rawan Bencana
dengan K-Means Clustering dalam Penanganan
Bencana” mengungkapkan bahwa Algoritma K-
Means merupakan suatu model yang digunakan untuk
membentuk klaster untuk menilai sejauh mana jarak
yang ada dengan kumpulan data. Peningkatan jumlah
bencana di Kabupaten Purwakarta mengundang
perlunya penelitian lebih lanjut guna mengurangi
dampak terhadap korban. Dalam konteks data bencana
alam, penggunaan metode clustering pada data mining
menjadi krusial untuk mengelompokkan data bencana
berdasarkan karakteristik yang serupa. Pendekatan ini
dapat menjadi dasar untuk mengklasifikasikan
kemungkinan kejadian bencana di masa depan. Hasil
analisis data menggunakan metode K-Means
Clustering menunjukkan bahwa kekeringan dan krisis
air bersih termasuk dalam cluster 0. Selain itu, cluster
1 menunjukkan daerah tersebut sering mengalami
bencana tanah longsor, sedangkan cluster 2
menggambarkan kecenderungan terjadinya bencana
angin puting beliung [11].

Penelitian yang dilakukan Adha dkk dengan
judul “Perbandingan Algoritma DBSCAN dan K-
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Means Clustering untuk Pengelompokan Kasus
Covid-19 di Dunia” Clustering merupakan suatu
metode dalam data mining yang memiliki tujuan untuk
mengelompokkan data (objek) kedalam sejumlah
klaster atau kelompok, dimana objek yang memiliki
kesamaan dikelompokan bersama dalam satu klaster,
sedangkan objek yang berbeda seharusnya menjadi
bagian dari klaster yang berbeda. Lebih dari 180.000
kasus Covid-19 telah tercatat di seluruh dunia, dengan
lebih dari 7.000 kematian. Upaya beragam telah
dilakukan oleh negara-negara yang terkena dampak
Covid-19 untuk mengatasi penyebaran virus ini.
Penelitian ini bertujuan untuk mengelompokkan
negara-negara berdasarkan pola kasus Covid-19 di
seluruh  dunia. Diharapkan bahwa  hasil
pengelompokan ini dapat menjadi pedoman, sehingga
negara-negara dengan tingkat pemulihan yang rendah
dapat mempelajari proses pemulihan yang berhasil
dari negara-negara dengan tingkat pemulihan tinggi
dalam kelompok yang sama. Dalam penelitian ini,
klasterisasi ~ dilakukan ~menggunakan algoritma
DBSCAN dan K-Means. Setelah melalui serangkaian
eksperimen, ditemukan bahwa K-Means lebih efektif
dibandingkan DBSCAN dalam mengelompokkan
kasus Covid-19. Algoritma K-Means menunjukkan
nilai Silhouette Index (SI) terbaik sebesar 0,6902, yang
tercapai pada eksperimen dengan nilai k = 8 [12].
Penelitian yang dilakukan Suarna & Wijaya
dengan judul “Analisa Penerapan Metode Clustering
K-Means Untuk Pengelompokkan Data Transaksi
Konsumen (Studi Kasus: Cv. Mitra Indexindo
Pratama) mengungkapkan bahwa Knowledge
Discovery in Database (KDD) adalah proses yang
menghasilkan informasi berharga dari basis data.

Seluruh tahapan KDD umumnya terdiri dari
serangkaian  langkah-langkah, dimulai dengan
menetapkan cakupan aplikasi, diikuti dengan

menentukan tujuan data dari data mentah yang
tersimpan dalam basis data, dan kemudian melakukan
pembersinan dan  pemrosesan data.  Seiring
berjalannya waktu, volume data transaksi penjualan
terus meningkat, mengakibatkan akumulasi data yang
memerlukan pemrosesan melalui aplikasi RapidMiner
untuk merancang strategi penjualan yang lebih efektif.
Penelitian ini bertujuan untuk mengelompokkan data
transaksi konsumen dengan menggunakan metode
clustering menggunakan algoritma K-Means. Dalam
penelitian ini, pembentukan empat kelompok
dilakukan berdasarkan Measure Types Bregman
Divergences dengan parameter Squared Euclidean
Distance, dengan tujuan mencapai nilai DBI yang
optimal, yakni nilai Davies Bouldin Index (DBI)
mendekati nol. Hasil penelitian menunjukkan bahwa
proses clustering K-Means menghasilkan centroid
akhir pada Cluster 2 (175.000.000), Cluster 0
(25.000.000), dan Cluster_1 (7.500.000), dengan nilai
terendah (0) pada Cluster_3. Pengujian Kkinerja
menggunakan Davies-Bouldin Index (DBI) untuk
mengukur efisiensi cluster menunjukkan bahwa nilai
DBI untuk konfigurasi (K4) adalah 0,261 [13].

Penelitian yang dilakukan Sari dkk dengan judul
“Penerapan Algoritma K-Means Untuk Clustering
Data Kemiskinan Provinsi Banten Menggunakan
RapidMiner” mengungkapkan bahwa RapidMiner
merupakan perangkat lunak open source yang dapat
diakses oleh siapa saja [14]. Penggunaan RapidMiner
juga dilakukan Luchia dkk dalam penelitiannya yang
berjudul “Perbandingan K-Means dan K-Medoids
Pada Pengelompokkan Data Miskin di Indonesia”
untuk memberikan informasi kepada pemerintah
mengenai pola wilayah yang memiliki tingkat
kemiskinan tertinggi. Penelitian ini melibatkan
perbandingan antara dua algoritma, yaitu K-Means
dan K-Medoids, dengan tujuan menilai Kinerja
algoritma yang paling optimal. Hasil penelitian
menunjukkan bahwa K-Means memberikan hasil yang
lebih baik dibandingkan dengan K-Medoids dalam
mengklasifikasikan data kemiskinan di Indonesia,
sebagaimana terbukti dari nilai terbaik DBI K-Means
sebesar 0.041 pada eksperimen dengan nilai K=8
karena memiliki nilai yang paling mendekati O [15].

Penelitian yang telah dilakukan oleh ()
mengungkapkan bahwa dalam melakukan identifikasi
kluster berdasarkan data yang telah terkumpul,
diperlukan suatu flowchart yang dapat mempermudah
penentuan langkah-langkah perhitungan sebagai
pedoman untuk meraih hasil dari pelaksanaan kluster
terhadap data yang sedang diolah. Berikut ini adalah
flowchart yang menggambarkan proses penentuan
kluster menggunakan metode K-Means [16].

Banyak cluster

Tentukan
Pusat

.

Hitung jarak
objek ke pusat

A

.

Kelompokkan objek
berdasarkan jarak minimum

Ada objek yang
harus di pindah?

Tidak

Gambar 1. Flowchart k-means clustering
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3. METODE PENELITIAN

Metode penelitian yang digunakan pada
penelitian ini yaitu KDD (Knowledge Discovery in
Database). Proses data mining  melibatkan
serangkaian langkah awal yang dimulai dengan
pemilihan data, pembersihan data, transformasi data,
proses data mining yang mencakup pencarian pola
atau informasi dari dataset yang telah terpilih, dan
tahapan akhir yaitu interpretasi atau evaluasi [17].

Transformation l . i

% Patterns :

Selection \/‘ 7 { Transformed |
L i pata |
o & Preprocessed i
B Toaa
I Target : i
I * Data |
i i i

Gambar 2. Tahapan knowledge discovery in database

Preprocessing

Data

Dari gambar 2 berikut langkah-langkah proses

penerapan metode KDD yang dilakukan.

a. Selection
Pada tahap ini, peneliti mengimpor dataset
kejadian bencana alam yang diperoleh dari website
Geoportal Data Bencana Indonesia
https://gis.bnpb.go.id dengan rentang waktu 2021-
2022. Data yang didapatkan sejumlah 9.991 data
dengan 16 atribut.

b. Preprocessing
Tahap kedua adalah data preprocessing. Pada
tahap ini, peneliti memilih atribut yang akan
digunakan, mengubah atribut sesuai kebutuhan
analisis data, mengganti nama atribut, mengubah
struktur dataset, mengganti nilai yang hilang pada
dataset, dan mengubah skala nilai atribut.

c. Transformation
Tahap ketiga adalah data transformation. Pada
tahap ini, peneliti menetapkan atribut Kabupaten
sebagai target dan mengubahnya menjadi label
karena fokus penelitian untuk mengelompokkan
bencana alam berdasarkan wilayah. Peneliti juga
melakukan transformasi pada atribut tanggal
kejadian sebagai id karena terdapat beberapa
kejadian yang terjadi pada tanggal yang sama.

d. Data Mining
Tahap keempat adalah data mining. Pada tahap ini,
peneliti menggunakan operator K-Means pada
rapidminer untuk mengelompokkan data bencana
alam berdasarkan pola yang ada.

e. Interpretation/Evaluasi
Tahap kelima adalah interpretation/evaluasi. Pada
tahap ini, peneliti menggunakan operator Cluster
Distance Performance pada RapidMiner untuk
mengevaluasi hasil kinerja Algoritma K-Means
menggunakan Davies-Bouldin Index (DBI).

4. HASIL DAN PEMBAHASAN
4.1. Selection

Pada penelitian ini, dataset yang digunakan
mengenai data bencana alam yang diperoleh dari
website resmi Geoportal Data Bencana Indonesia.
Berikut adalah dataset kejadian bencana alam 2021-
2022 vyang diperoleh dari pengumpulan data
kemudian, data akan diimpor menggunakan operator
Read Excel melalui tools RapidMiner dan memuat ke
tab proses proses untuk melihat hasilnya.

Seloct the cells to import.

Gambar 3. Hasil read excel

Gambar 3 menunjukkan hasil dari operator Read
Excel.

4.2. Preprocessing

Gambar 4. Tahapan proses preprocessing

Gambar 4 menunjukkan tahapan
preprocessing.  Penjelasan  mengenai
preprocessing adalah sebagai berikut:

a. Select Atributes
Setelah melewati proses data selection, dataset
yang telah diimpor kemudian melalui proses
pemilihan atribut yang akan diolah lebih lanjut
menggunakan operator select atributes. Atribut
yang dipilih yaitu Kabupaten, Tanggal Kejadian,
dan Tanggal Kejadian.

b. Date to Numerical
Setelah menetapkan atribut yang akan digunakan,
tahap preprocessing selanjutnya yaitu mengubah
atribut tanggal ke format numerik agar data dapat
diolah menggunakan operator Date to Numerical
pada RapidMiner.

c. Rename
Setelah melakukan proses Date to Numerical,
langkah  preprocessing  selanjutnya  vyaitu
mengubah nama atribut yang semula Tanggal
Kejadian menjadi Tahun Kejadian.

proses
tahapan
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d. Pivot
Setelah melakukan proses rename, langkah
preprocessing selanjutnya yaitu mengubah struktur
data pada atribut kejadian yang mencakup data
nama-nama bencana alam dan menjadikannya
beberapa kolom baru.

e. Replace Missing Value
Setelah melakukan proses pivot, langkah
preprocessing selanjutnya yaitu mengganti nilai
yang hilang pada data.

f. Normalize
Setelah melakukan proses Replace Missing Value,
langkah selanjutnya yaitu mengatasi perbedaan
skala pada data menggunakan normalize.

Hasil dari tahap preprocessing dapat dilihat pada
gambar 5.

Gambar 5. Hasil proses preprocessing

4.3. Transformation

Pada tahap ini, peneliti menetapkan atribut
Kabupaten menjadi target dan merubahnya sebagai
label karena fokus penelitian untuk mengelompokkan
bencana alam berdasarkan wilayah. Kemudian,
melakukan transformasi pada atribut tanggal kejadian
sebagai id. Hasil dari tahap Transformation bisa dilihat
pada gambar 6.

] [ | [ 3 o

Gambar 6. Hasil proses transformation

4.4. Data Mining

Untuk mencari model pengelompokkan data
bencana alam berdasarkan pola yang ada, peneliti
menggunakan operator K-Means clustering pada
RapidMiner dengan menentukan banyaknya cluster
yang akan digunakan yaitu k=(2, 3, 4, 5, 6, 7, 8 ,9, 10).

Gambar 7. Tahapan proses K-Means clustering

Gambar 7 menunjukkan tahapan proses K-Means
clustering. Hasil dari proses K-means clustering
dengan ExampleSet (k=3) akan ditunjukkan oleh
gambar 7.

Exampleset

_BANIR

) KEBAKARAN
B Maxicount{kejadian). TANAH LONG.

Gambar 8. Hasil visualisasi clustering dengan
ExampleSet (k=3)

Gambar 8 menunjukkan bahwa kejadian bencana
alam yang sering terjadi pada wilayah yang tergabung
dalam cluster 0 adalah kekeringan. Kemudian, untuk
wilayah yang tergabung dalam cluster 1 kejadian
bencana yang paling dominan adalah letusan gunung
apa. Sedangkan wilayah yang termasuk kedalam
cluster 2 didominasi oleh bencana putting beliung.

4.5. Interpreparation/Evaluasi

Pada tahap ini, tes RapidMiner dijalankan untuk
menguji kemampuan Algoritma K-Means dengan
Davis-Bouldin Index (DBI) dengan nilai uji (2, 3, 4, 5,
6, 7, 8, 9, 10) untuk menentukan nilai k optimal.
dengan memasukan operator Cluster Distance
Performance guna mengevaluasi kinerja pada proses
data mining yang berdasarkan cluster central
berdasarkan measure type Bregman Divergences
untuk mengukur seberapa baik suatu algoritma
clustering memetakan data kedalam cluster yang tepat.
Kemudian  pilih  parameter  SquaredEuclidean
Distance untuk mengukur jarak antara titik data dan
pusat cluster. Hasil cluster distance performance pada
ExampleSet (k=3) ditunjukkan oleh gambar 9.

% PerformanceVector
Performance
PerformanceVector:
Avg. within centroid distance: 0.666
Avg. within centroid distance_cluster_0: 0.668

Avg. within centroid distance_cluster_1: 0.14%

Avg. within centroid distance_cluster_2: 0.000

Description Davies Bouldin: 0.012

Annotations

Gambar 9. Hasil cluster distance performance
exampleset(k=3)
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Hasil dari exampleset 3 menunjukkan Nilai uji
yang kedua dari jumlah k=3, dihasilkan performance
vector Avg. within centroid distance sebesar 0.666,
Avg. within centroid distance_cluster_0 sebesar 0.668,
Avg. within centroid distance_cluster_1 sebesar 0.149
dan Avg. within centroid distance_cluster_2 0.000.
Secara hasil evaluasi performance menggunakan
Davies-Bouldin Index (DBI) nilai k=3 yaitu 0.012.

4.6. Pembahasan

Pengujian kemampuan algoritma K-Means
Clustering dengan Davies-Bouldin Index (DBI)
dimulai dari k=2 sampai k=10.

PerformanceVector

PerformanceVector:

Avg. within centroid distance: 0.799

Avg. within centroid distance_cluster 0: 0.72%
Avg. within centroid distance_cluster_1: 21.457
Davies Bouldin: 0.082

Gambar 10. Hasil cluster distance performance
exampleset (k=2)

Gambar 10 menunjukkan pengujian dengan
exampleset k=2.

PerformanceVector

PerformanceVector:

Avg. within centroid distance: 0.570

Avg. within centroid distance_cluster 0: 0.527
Avg. within centroid distance_cluster_l: 0.149
Avg. within centroid distance_cluster_2: 0.000
Avg. within centroid distance_cluster_3: 7.069

Davies Bouldin: 0.064

Gambar 11 memperlihatkan pengujian dengan
exampleset k=4.

PerformanceVector

PerformancevVector:

Avg. within centroid distance: 0.483

Avg. within centroid distance cluster 0: 0.381
Avg. within centroid distance_cluster_1: 1.261
Avg. within centroid distance cluster_2: 0.000
Avg. within centroid distance cluster_3: 0.149
Avg. within centroid distance cluster_ 4: 8.392

Davies Bouldin: 0.092

Gambar 12 menampilakan pengujian dengan
exampleset k=5.

PerformanceVector

PerformanceVector:

Avg. within centroid distance: 0.431

Avg. within centroid distance cluster 0: 0.398
Avg. within centroid distance cluster_1: 0.000
Bvg. within centroid distance_cluster_2: 5.643
Bvg. within centroid distance_cluster_3: 0.145
ZAvg. within centroid distance_cluster_4: 1.085
ZAvg. within centroid distance_cluster 5: 1.261

Davies Bouldin: 0.065

Gambar 13 menjabarkan hasil pengujian dari
exampleset k=6.

PerformanceVector

PerformanceVector:

Avg. within centroid distance: 0.344

Avg. within centroid distance_cluster_0: 0.273
Avg. within centroid distance_cluster_1l: 0.000
Avg. within centroid distance_cluster_2: 1.261
Avg. within centroid distance_cluster_3: 0.149
Avg. within centroid distance_cluster_ 4: 5.643
Avg. within centroid distance_cluster_5: 2.680
Avg. within centroid distance_cluster_6: 0.733

Davies Bouldin: 0.077

Gambar 14 memberikan hasil pengujian dari
exampleset k=7.

PerformanceVector

PerformanceVector:
Avg. within centroid distance: 0.318

Avg. within centroid distance_cluster 0: 0.258
Avg. within centroid distance_cluster_ 1: 0.000
Avg. within centroid distance_cluster_2: 0.14%
Avg. within centroid distance_cluster_3: 1.261
Awg. within centroid distance_cluster 4: 1.085
Avg. within centroid distance_cluster 5: 0.738
Avg. within centroid distance_cluster_6: 3.768
Avg. within centroid distance_cluster_7: 3.000

Davies Bouldin: 0.085

Gambar 15 memperlihatkan hasil pengujian
dengan exampleset k=8.

PerformanceVector

Performancevector:

Avg. within centroid distance: 0.264

Avg. within centroid distance cluster 0: 0.167
Avg. within centroid distance_cluster_1: 0.149
Avg. within centroid distance_cluster 2: 0.000
Avg. within centroid distance cluster 3: 1.085
Avg. within centroid distance_cluster_4: 0.000
Avg. within centroid distance_cluster_5: 0.692
Avg. within centroid distance_cluster_6: 3.000
Avg. within centroid distance_cluster_7: 1.261
Avg. within centroid distance_cluster_8: 0.650

Davies Bouldin: 0.081

Gambar 16 menunjukkan hasil pengujian
exampleset k=9.
PerformanceVector
PerformanceVector:
Avg. within centroid distance: 0.255
Avg. within centroid distance cluster 0: 0.201
Avg. within centroid distance_cluster_1: 0.000
Avg. within centroid distance_cluster_2: 1.261
Avg. within centroid distance cluster_ 3: 0.149
Avg. within centroid distance cluster_4: 0.000
Avg. within centroid distance_cluster_5: 0.650
Avg. within centroid distance cluster 6: 2.%89
Avg. within centroid distance cluster_7: 0.962
Avg. within centroid distance_cluster_8: 0.664
Avg. within centroid distance cluster 9: 1.085

Davies Bouldin: 0.074

Gambar 17 menampilkan hasil pengujian dengan
exampleset k=10. Dari uraian sebelumnya, maka
dapat disimpulkan hasilnya pada tabel 1.
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Tabel 1. Hasil DBI k=2, 3,4,5,6,7,8,9, 10

Davies-Bouldin Index

Measure Type (DBI)

0.082

0.012

0.064

0.092

Bregman 0,065

Divergences 0077

0.085

0.081

BSlo|jo|N|oja|swiv] X

0.074

Dari tabel 1 didapatkan nilai uji performance
berdasarkan Davies Bouldin Index (DBI) untuk setiap
nilai k=2 sampai k=10 maka grafik nilainya clusternya
bisa dilihat pada gambar 9.

100%
98%
96%

94%
1 2 3 4 5 6 7 8 9

k Davies Bouldin Index(DBI)
Gambar 11. Grafik nilai k=2, 3, 4,5,6,7,8,9,10

Dari gambar 9 Temuan ini menunjukkan bahwa
k=3 memberikan hasil terbaik ditandai dengan nilai
Index Davies Bouldin (DBI) sebesar 0,012 yang

mendekati nol.

Cluster Model

Cluster 0: 884 items
Cluster 1: 2 items
Cluster 2: 1 items

Total number of items: 887

Gambar 12. Hasil cluster model

Gambar 10 menunjukkan hasil cluster k=3 yaitu
cluster 0 memiliki 884 items, cluster 1 memiliki 2
items, dan cluster 2 memiliki 1 items. Total items
keseluruhan adalah 887 items.

Gambar 13 Hasil grafik plot K-Means clustering

Gambar 11 menunjukkan bahwa cluster 0
merupakan wilayah dengan tingkat kejadian bencana
rendah, cluster 1 adalah wilayah dengan tingkat
kejadian bencana sedang, sedangkan cluster 2
memiliki tingkat kejadian bencana tinggi.

5.  KESIMPULAN DAN SARAN

Dalam penelitian yang sudah dilakukan,
penggunaan algoritma k-means dengan parameter k=3
menghasilkan 3 cluster. Cluster 0 memiliki 884 data
dengan tingkat kejadian bencana alam rendah.
Kejadian bencana alam yang dominan terjadi yaitu
kekeringan. Sedangkan wilayah yang termasuk
kedalam cluster 1 dengan memiliki 2 data adalah
wilayah dengan tingkat kejadian sedang. Kejadian
bencana yang paling dominan adalah Letusan Gunung
Api. Dan cluster 2 memiliki 1 data yaitu wilayah
dengan tingkat kejadian tinggi. Kejadian bencana alam
yang paling dominan adalah Puting Beliung.
Kolaborasi  antarintansi, perkembangan  model
prediktif, perlibatan masyarakat, dan penelitian
lanjutan juga diusulkan untuk lebih mendalami
pemahaman mengenai  faktor-faktor  penyebab
bencana alam di Indonesia serta potensi perubahan
dalam pola kejadian dengan melibatkan analisis lebih
rinci terkait variabel-variabel seperti perubahan iklim,
topografi, dan aktivitas manusia. Melalui penerapan
saran ini, diharapakan pemahaman dan respons
terhadap bencana alam di Indonesia dapat
ditingkatkan, melindungi masyarakat dan mengurangi
dampak yang mungkin terjadi.
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