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ABSTRAK

Kanker payudara merupakan jenis kanker yang seringkali didiagnosis pada wanita. Di Indonesia, kanker
payudara merupakan jenis kanker dengan tingkat kejadian tertinggi yang menempati peringkat kedua setelah
kanker serviks. Mengidentifikasi kanker payudara pada tahap awal sangat krusial untuk mencegah
perkembangan yang cepat, selain dari perkembangan metode pencegahan. Metode pembelajaran mesin (ML)
dapat digunakan untuk mengindentifikasi kanker payudara. Dalam kasus klasifikasi kanker payudara, mayoritas
data yang digunakan mengalami permasalahan data ketidakseimbangan kelas antara kanker payudara dan non-
kanker payudara. Untuk mengatasi permasalahan ini digunakan teknik Synthetic Minority Over-sampling
Technique (SMOTE) dengan algoritma extra tree. Extra Tree dipilih karena kemampuannya dalam menangani
kasus-kasus kompleks dan tingkat akurasi yang tinggi. Hasil eksperimen menunjukkan keberhasilan metode
Extra Tree dengan SMOTE, dengan tingkat akurasi mencapai 96.71%, Recall sebesar 95.29%, Precision
sebesar 96.13%, F1 Score sebesar 95.61%, dan Area Under the Curve (AUC) sebesar 99.46%. Temuan ini
mengindikasikan bahwa penggunaan metode ini memberikan kontribusi positif dalam meningkatkan
kemampuan klasifikasi kanker payudara, yang dapat berpotensi meningkatkan keberhasilan deteksi dini dan

pengelolaan penyakit ini dalam praktik klinis.
Kata kunci: kanker payudara, extra tree, smote

1. PENDAHULUAN

Kanker payudara merupakan jenis kanker yang
seringkali didiagnosis pada wanita, dengan lebih dari
1 dari 10 kasus kanker baru terdeteksi setiap tahun.
Ini merupakan penyebab kematian kedua paling
umum akibat kanker pada perempuan di seluruh
dunia. Pertumbuhan kanker payudara seringkali tidak
menimbulkan gejala yang jelas, dan sebagian besar
kasus ditemukan melalui pemeriksaan secara berkala
[1].

Di Indonesia, kanker payudara merupakan jenis
kanker dengan tingkat kejadian tertinggi yang
menempati peringkat kedua setelah kanker serviks.
Terdapat kecenderungan peningkatan insiden kanker
payudara dari tahun ke tahun. Sebagian besar kasus
kanker payudara umumnya terdeteksi pada stadium
lanjut. Jumlah kasus kanker payudara yang baru
terjadi di Indonesia diperkirakan sekitar 65.858 kasus
setiap tahun, dengan memperhatikan populasi sekitar
273.523.621 orang. Berdasarkan data Riskesdas
2018, prevalensi kanker secara umum di Indonesia
mencapai 1.017.290 kasus, dan di wilayah Sulawesi
Selatan saja terdapat sekitar 33.693 kasus [2].

Mengidentifikasi kanker payudara pada tahap
awal sangat krusial untuk mencegah perkembangan
yang cepat, selain dari perkembangan metode
pencegahan [3]. Memberikan dukungan untuk
pemulihan sedini mungkin dan mengurangi risiko
kematian [4]. Meskipun dokter dapat melakukan
diagnosis kanker payudara secara manual, proses ini
memerlukan waktu yang lebih lama dan dapat
menjadi rumit bagi dokter untuk menerapkan
klasifikasi [5].

Walaupun kemajuan dalam bidang pengobatan
kanker payudara telah mengakibatkan penurunan
angka kematian akibat kanker payudara di seluruh
kelompok umur, risiko tinggi dan tingkat
kelangsungan hidup yang rendah masih menjadi
permasalahan pada kelompok usia muda [6].
Dikarenakan tingkat keparahan penyakit, diperlukan
sistem deteksi berbantuan komputer (CAD) yang
menerapkan metode pembelajaran mesin (ML) untuk
mendiagnosis kanker payudara [7]

Metode machine learning memiliki potensi
untuk mengatasi batasan tersebut. Pendekatan ini
telah diaplikasikan dalam beberapa studi sebelumnya
dengan melakukan perbandingan. beberapa metode
seperti neural network, decision tree, naive bayes,
k-nearest neighbor, logistic regresion, random
forest, dansupport vector machines[8] [9].
Penelitian tersebut menghasilkan nilai akurasi paling
tinggi yaitu sebesar 95,00 %. Pada penelitian tersebut
tidak menampilkan hasil dari matriks evaluasi
lainnya.

Berdasarkan penjelasan di atas, penelitian ini
mengusulkan penerapan machine learning dalam
klasifikasi kanker payudara. Data yang digunakan
dalam  penelitian  memiliki masalah  dengan
ketidakseimbangan  data.  Sehingga dilakukan
pengujian dengan Synthetic Minority Over Sampling
Technique (SMOTE). Penggunaan pendekatan
ketidakseimbangan kelas sampling untuk menguiji
pada dataset yang digunakan dapat memberikan hasil
performa yang lebih baik atau tidak.

Penelitian ini mengusulkan model prediktif
Extra Tree dan diharapakan dapat menghasilkan
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accuracy, recall, precision, f-score dan AUC yang
lebih baik dari penelitian sebelumnya dan menambah
kontribusi penelitian terkait data yang digunakan.

2. TINJAUAN PUSTAKA

Untuk mendukung penelitian ini, tinjauan
pustaka atau kerangka pemikiran yang relevan
dibutuhkan agar penelitian ini berdasarkan pada
sumber yang dihasilkan terstruktur dan sesuai pada
intinya, khususnya pada masalah penelitian terkait.
2.1. Data Mining

Data mining merupakan proses eksplorasi untuk
mendapatkan informasi atau pengetahuan dari
kumpulan data yang besar. Saat menerapkan teknik
penambangan data pada sejumlah besar data,
tujuannya adalah mengidentifikasi pola menarik dan
hubungan tersembunyi. Selain itu, ada beberapa
istilah alternatif ~ yang digunakan untuk
menggambarkan konsep ini, seperti ekstraksi
pengetahuan, penemuan pengetahuan, analisis pola

data, analisis data dalam database, dan lain
sebagainya. [10]
Menurut  [11]serangkaian proses tahapan
memiliki tujuh (7) tahapan yaitu :
1. Pembersihan Data (data cleaning)
Proses pembersihan data melibatkan
penghapusan informasi yang tidak relevan,

seringkali setelah data tersebut dianalisis dengan
membandingkannya dengan hipotesis yang telah
disusun. Hal ini bertujuan untuk mempermudah
identifikasi hasil yang diinginkan pada tahap
analisis berikutnya.

2. Integrasi data (data integration)
Integrasi data adalah proses menggabungkan
informasi dari berbagai sumber database ke
dalam satu database baru. Seringkali, data yang
diperlukan diambil dari berbagai database atau
file teks.

3. Seleksi data (data selection)
Data dalam database seringkali tidak semuanya
relevan atau diperlukan, oleh Kkarena itu,
diperlukan suatu proses pemilihan data untuk
menyaring  informasi  yang  benar-benar
diperlukan dalam langkah-langkah berikutnya.

4. Transformasi data (data transformation)
Data disatukan atau dimodifikasi sesuai dengan
metode yang digunakan dalam data mining. Hal
ini disebabkan oleh kebutuhan beberapa format
khusus data mining dalam pengolahannya.

5. Proses mining
Merupakan suatu proses penggalian informasi
yang tersembunyi dari sebuah basis data atau
kumpulan data dengan tujuan memperoleh
pemahaman yang lebih dalam dari data yang
telah diolah.

6. Evaluasi Pola (pattern evaluation)
Dalam tahap ini, output dari teknik data mining
berupa pola-pola akan diuji terhadap hipotesis
yang telah dibuat sebelumnya. Tujuannya
adalah memperoleh kesimpulan yang mendekati

hasil atau hipotesa untuk digunakan dalam
langkah-langkah selanjutnya. Ini melibatkan
presentasi pengetahuan (knowledge
presentation).

Langkah ini merupakan tahap akhir dalam
proses data mining, di mana hasil analisis yang telah
dilakukan disajikan melalui implementasi. Dengan
demikian, kesimpulan yang diperoleh menjadi lebih
nyata dan dapat dipresentasikan dengan jelas.

2.2. Kanker Payudara

Kanker payudara, atau carcinoma mammae,
adalah jenis keganasan yang berasal dari jaringan
payudara, termasuk baik epitel duktus maupun
lobulusnya. Terjadinya kanker payudara disebabkan
oleh kondisi sel yang kehilangan kontrol dan
mekanisme normalnya, sehingga menyebabkan
pertumbuhan yang tidak normal, cepat, dan tidak
terkendali [12].

2.3. ExtraTree

Extra tree membuat sekelompok pohon
keputusan yang tidak dipangkas sesuai dengan
metode standar top-down. Prediksi seluruh pohon
digabungkan untuk menentukan prediksi akhir,
melalui alternatif mayoritas[13]. Pengklasifikasi extra
tree menghasilkan kelipatan acak dari pohon pilihan
dengan sub-sampel yang sangat berbeda tanpa
melakukan bootstrap. Hal ini menghindari masalah
pemasangan Yyang berlebihan dan meningkatkan
akurasi. Efisiensi juga menjadi kekuatan utama
algoritma ini[14].

2.4. Synthetic Minority Over Sampling Technique

(SMOTE)

Teknik Synthetic Minority Over Sampling
Technique (SMOTE) menghasilkan sampel buatan
dari kelas minoritas dengan melakukan interpolasi
pada instance yang ada yang sangat dekat satu sama
lain [15]. Untuk kategori minoritas dalam kumpulan
informasi, SMOTE secara awal memilih instance data
dari kelas minoritas secara acak. Setelah itu, k
tetangga terdekat Ma, yang terkait dengan kelas
minoritas, diidentifikasi. Sebuah contoh data kedua,
Mb, kemudian dipilih dari k set tetangga terdekat.
Selama proses ini, Ma dan Mb terhubung membentuk
garis di ruang fitur. Data buatan baru kemudian
dihasilkan sebagai kombinasi dari Ma dan Mb. Proses
ini berulang hingga dataset mencapai keseimbangan
antara kelas minoritas dan mayoritas. Karena
keefektifan SMOTE, teknik pengambilan sampel ini
telah berkembang luas sebagai perluasan dari
berbagai metode pengambilan sampel. [16]. SMOTE
berjalan dengan proses berikut:
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Xnew = Xi + (Xk-x;)8

Xnew= Data sintetis baru

x; = Data ke-i kelas minoritas

xx = Data k tetangga terdekat dari x;
6 =Bilangan acak (0 dan 1)

2.5. Evaluasi Model
Model Evaluasi yang bisa digunakan untuk
mengukur nilai optimal dari berbagai parameter dari
setiap metode, prediksi yang berasal dari semua
kombinasi parameter yang mungkin dievaluasi pada
dataset klasifikasi digunakan
5 nilai yaitu: accuracy, precision, recall, fl-
score dan AUC/ROC. Adapun penjelasan dan rumus-
rumus dalam perhitungannya sebagai berikut [17].
1. Accuracy
Accuracy adalah metrik evaluasi yang paling
umum digunakan untuk Klasifikasi. Namun,
untuk masalah Klasifikasi data yang tidak
seimbang, akurasi mungkin bukan pilihan yang
baik karena akurasi sering kali memiliki bias
terhadap kelas mayoritas [18].

Accuracy = (TP4TN)
y_Totalsample

2. Precision
Precision adalah bagian dari data yang diambil
sesuai dengan informasi yang diperlukan [19].
Precision = TR _
(TP+FP)
3. Recall
Recall adalah pengumpulan data yang berhasil

diambil dari bagian data yang relevan dengan

queri [19].
Recall = (T;TT"F)N) X 100% covvvvveeerrnnnn, (3)
4. AUC/ROC
Kurva ROC (Receiver Operating

Characteristics) diakui sebagai pilihan paling
rasional untuk data yang tidak seimbang, yang
menggambarkan  pertukaran relatif antara
manfaat dan biaya (Fawcett). Kurva ROC
dihasilkan berdasarkan matriks dasar dalam
machine learning yang disebut matriks
kebingungan adalah matriks kebingungan dari
masalah klasifikasi biner [18].

Rumus menghitung AUC/ROC adalah:

AUC = (HEenstity—FBR ) (4)

2
5. F-1 Score
Menggabungkan precision dan recall menjadi
satu ukuran. Secara matematis F-1 score
merupakan rata-rata harmonik dari precision
dan recall. Untuk menghitung F-1 score binary
classification [20] .

Rumus menghitung F-1 score adalah:
F—1=2 (Prec‘Ls‘wn.Recall)
(Precision+Recall)

Keterangan :
TN = True Negative
FP = False Positive

FN = False Negative
TP = True Positive
FPR = False Positive Rate

3. METODE PENELITIAN
Berikut gambaran tahapan penelitian yang
dilakukan

Dataset Breast Cancer

Preprocessing

Feature Engineering Selection Feature

Split Validation

Y h

]

SMOTE

Exira Tree

Avaluation Model
{Accuracy.Recall Precision, F1
Score, AUC)

Gambar 1. Tahapan Penelitian

3.1. Dataset
Dataset yang digunakan adalah datase yang
terdapat pada situs kaggle dengan link

https://www.kaggle.com/datasets/yasserh/breast-
cancer-dataset/data. Data terdiri dari 569 data
rekam medis, dengan 32 atribut. Atribut ditunjukkan
pada Tabel 1.

Tabel 1. Data Atribut

No Atribut Keterangan
1 id Tidak Digunakan
2 diagnosis Digunakan
3 radius_mean Digunakan
4 texture_mean Digunakan
5 perimeter_mean Digunakan
6 area_mean Digunakan
7 smoothness_mean Digunakan
8 compactness_mean Digunakan
9 concavity_mean Digunakan
10 concave points_mean Digunakan
11 symmetry_mean Digunakan
12 fractal_dimension_mean Digunakan
13 radius_se Digunakan
14 texture_se Digunakan
15 perimeter_se Digunakan
16 area_se Digunakan
17 smoothness_se Digunakan
18 compactness_se Digunakan
19 concavity _se Digunakan
20 concave points_se Digunakan
21 symmetry_se Digunakan
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No Atribut Keterangan
22 fractal_dimension_se Digunakan
23 radius_worst Digunakan
24 texture_worst Digunakan
25 perimeter_worst Digunakan
26 area_worst Digunakan
27 smoothness_worst Digunakan
28 compactness_worst Digunakan
29 concavity_worst Digunakan
30 concave points_worst Digunakan
31 symmetry_worst Digunakan
32 fractal_dimension_worst Digunakan

Data yang terdiri dari 569 data memiliki dua
label class yaitu yaitu benign (B) atau jinak dan atau
malignant (M) atau ganas. 357 data yang jinak dan
212 data yang ganas. Berikut adalah statistik
distribusi kelas dapat dilihat pada Tabel 2.

Tabel 2. Distribusi Kelas Dataset

Nama Kelas Jumlah Data
Benign 357
Malignant 212

3.2. Preprocessing

Dilakukan feature engineering Untuk mengubah
nilai pada variabel yang berbentuk kategorikal
menjadi bentuk numerik, digunakan teknik Label
Encoding dengan bantuan Label Encoder dari library
Scikit Learn pada atribut target dataset tersebut.
Proses ini melibatkan transformasi label klasifikasi
dari "category" menjadi "numeric”. Pada dataset asli
label target "malignant” diubah menjadi "1" dan
"benign" diubah menjadi "0". Dilakukan selection
feature dengan menghapus atribut ID.

3.3. Split Validation

Langkah berikutnya adalah melakukan validasi
split, yang bertujuan untuk membagi data menjadi
dua bagian, yaitu data pelatihan dan data pengujian.
Data pelatihan digunakan untuk melatih model,
sementara data pengujian digunakan untuk menguiji
dan mengevaluasi model. Dalam penelitian ini,
pembagian  dilakukan  dengan  menggunakan
persentase split sebesar 80:20, di mana 80% data
digunakan sebagai data pelatihan dan 20% data
digunakan sebagai data pengujian.

3.4. SMOTE
Setelah melihat statistik dari distribusi kelas
data yang tidak seimbang, penulis selanjutnya
melakukan  eksperimen dengan menambahkan
SMOTE. Secara singkat cara kerja SMOTE sebagai
berikut
1) Pilih satu sampel Data ke-i kelas minoritas
2) Temukan k-tetangga dari Data ke-i kelas
minorita dalam kelas minoritas secara acak.
3) Hitung perbedaan antara Data ke-i kelas
minoritas acak dan data k tetangga terdekat
dari X
4) Kalikan perbedaan dengan bilangan acak

5) Tambahkan hasil perkalian ke Data ke-i kelas
minoritas untuk mendapatkan sampel sintetis

3.5. Evaluasi Model

Evaluasi model digunakan untuk mengetahui
kinerja dari hasil uji model algoritma LightGBM
dengan resampling. Digunakan Accuracy, Precision,
Recall, AUC dam F1-Score untuk mengevaluasi
kinerja model.

4. HASIL DAN PEMBAHASAN
4.1. Analisis Statistika Dataset
g 200

50

0
0 1

diagnosis

Gambar 2. Distribusi Kelas Dataset

Berdasarkan distribusi kelas pada Gambar 2
dapat dilihat bahwa terjadinya imbalance pada kelas
jumlah klasifikasi kanker payudara (0) jinak sebanyak
357 dan ganas (1) sebanyak 212.

Gambar 3. Feature Correlation

4.2. Preprocessing

Preprocessing yang dilakukan dalam penelitian
ada beberapa tahapan diantaranya menghapus atribut
yang tidak dibutuhkan, penambahan atribut yang
baru, feature engineering dan penghapusan fitur ID.
feature engineering dilakukan pada fitur diagnosis.
Berikut data contoh data sebelum dilakukan
transformasi dengan gambaran data pada Tabel 3 dan
pada Tabel 4 setelah dilakukan trasformasi.
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Tabel 3. Fitur diagnosis Sebelum Transformasi
diagnosis

WomZ|Z

Tabel 4. Fitur Gender Setelah Transformasi
diagnosis
1

o|lo|o|F

4.3. Hasil Eksperimen Dan Analisis
Setelah dilakukan tahapan penelitian, berikut
hasil dari pengujian dengan Extra Tree:

Tabel 5. Hasil Pengujian

Metode Accuracy | Recall | Precision F1

2,’3\;’8#?; 96,71% | 94,12% | 97,05% | 9547%

sslatg?rl]z 96,71% | 95.29% | 96,13% | 95,61%
Berdasarkan hasil pengujian hasil tanpa

menggunakan teknik SMOTE diperoleh accuracy
96,71%, recall  95,29% dimana terjadi peningkatan
sebelum menggunakan SMOTE, precision 96,13%
dan F1-Score 95,61% dimana terjadi peningkatan
sebelum menggunakan SMOTE. Sedangkan hasil
AUC pada tabel 6.

Tabel 6. Hasil AUC

Metode AUC

Sebelum SMOTE 0.9937

Setelah SMOTE 0.9946
Berdasarkan hasil pengujian, AUC

menggunakan teknik SMOTE mengalami hasil
peningkatan walau tidak seignifikan Hasil ini
termasuk dalam excellent classification. AUC
excellent classification menunjukkan kemampuan
model untuk memisahkan antara kelas normal dan
kelas anomali dengan nilai AUC diantara 0,90 — 1,00.

ExtraTreesClassifier Confusion Matrix

True Class

o —
Predicted Class

Gambar 4. confusion matrix

Pada Gambar diatas dapat disimpulkan
berdasarkan hasil evaluasi menggunakan confusion
matriks pasien kanker payudara yang diprediksi
pasien tersebut dan benar menderita kanker payudara
sebanyak 40, sedangkan pasien tidak menderita
kanker payudara dan diprediksi benar tidak menderita
kanker sebanyak 72. Pada pasien tidak menderita
kanker payudara namun diprediksi kanker payudara
sebanyak 2. Kemudian pada pasien menderita kanker
payudara yang diprediksi tidak menderita kanker
payudara sebanyak 0.

ROC Curves for ExtraTreesClassifier

08

2
>

True Positive Rate
o
=

02 —— ROC of class 0, AUC = 0.99
. ROC of class 1, AUC = 0.99
micro-average ROC curve, AUC = 0.99
- macro-average ROC curve, AUC = 1.00
00 -
00 02 0.4 06 08 10
False Positive Rate

Gambar 5. AUC

Pada gambar diatas dijelaskan bahwa kurva
sangat mendekati angka 1.0, dengan hasil 0.99
sehingga dapat disimpulkan bahwa model klasifikasi
ini  tergolong excellent classification  yang
menunjukkan kemampuan model untuk memisahkan
antara kelas normal dan kelas anomali dengan nilai
AUC diantara 0,90 — 1,00.

5. KESIMPULAN DAN SARAN
Berdasarkan hasil penelitian, dapat disimpulkan

bahwa dalam  klasfikasi  kanker  payudata
menggunakan  extra tree dengan SMOTE,
memperoleh hasil accuracy 96,71%, recall 95,29%

dimana terjadi peningkatan sebelum menggunakan
SMOTE, precision 96,13% dan F1-Score 95,61%
dimana terjadi peningkatan sebelum menggunakan
SMOTE dan AUC 0.9946 dimana terjadi peningkatan
sebelum  menggunakan ~ SMOTE.  Penelitian
selanjutnya dapat dilakukan dengan perbandingan
metode lain dan melakukan prerocessing data yang
belum dilakukan pada penelitian ini.
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