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ABSTRAK 

 

Indonesia menjadi salah satu negara yang memiliki jumlah penderita Diabetes Melitus tertinggi di dunia. 

Penyakit diabetes dapat menimbulkan komplikasi serius yang berpotensi membahayakan bagi penderitanya. 

Penelitian ini bertujuan untuk mengembangkan model prediksi yang akurat untuk mengklasifikasikan penyakit 

diabetes menggunakan algoritma Categorical Boosting (CatBoost) dengan mempertimbangkan berbagai risiko 

penyakit diabetes. CatBoost dikenal karena kemampuannya menangani data kategorikal dengan baik. Tahap awal 

dalam penelitian ini adalah pengolahan data atau pre-processing, yang meliputi pembersihan data untuk 

menangani masalah data yang tidak bersih, penanganan data dengan nilai ekstrem, dan memperbaiki tipe data 

yang tidak sesuai. Selanjutnya, dilakukan tahap pembuatan model prediksi menggunakan algoritma CatBoost 

yang merupakan metode gradient boosting yang efektif dalam pengambilan keputusan. Evaluasi model dilakukan 

menggunakan Confusion Matrix untuk menilai performa klasifikasi. Hasil penelitian menunjukkan akurasi yang 

cukup tinggi dalam klasifikasi pada penyakit diabetes yaitu sebesar 98,63% berdasarkan atribut yang digunakan 

pada data. Diharapkan, penelitian ini dapat memberikan kontribusi dalam memberikan pemahaman dan upaya 

pengelolaan risiko diabetes serta tingkat kematian yang disebabkan oleh penyakit tersebut. 

 

Kata kunci : algoritma, CatBoost, diabetes, klasifikasi, prediksi  

 

1. PENDAHULUAN 

Diabetes melitus (DM) merupakan penyakit 

autoimun yang disebabkan dari faktor keturunan, 

lingkungan, pola makan, dan faktor lainnya [1]. DM 

merupakan penyakit yang berkaitan dengan kesehatan 

pankreas, dimana ketidaknormalan dalam produksi 

hormon insulin oleh pankreas dapat mengakibatkan 

peningkatan kadar glukosa dalam darah. Kenaikan 

kadar glukosa dalam tubuh manusia dapat 

mengganggu fungsi organ-organ vital seperti ginjal, 

jantung, dan otak [2]. Pada tahun 2019, Organisasi 

Kesehatan Dunia (WHO) mencatat bahwa setidaknya 

terdapat 2 juta kasus kematian yang dapat dikaitkan 

dengan kondisi diabetes [3]. Menurut laporan resmi 

Kementerian Kesehatan RI tahun 2018 dalam 

Konferensi Suara Dunia Perangi Diabetes, Indonesia 

menempati peringkat keenam sebagai negara dengan 

jumlah penderita diabetes terbanyak di dunia. Data 

tersebut menunjukkan bahwa jumlah penderita 

diabetes di Indonesia pada rentang usia 20-79 tahun 

mencapai sekitar 10,3 juta orang [4].  

Keterlambatan diagnosis penyakit diabetes 

merupakan salah satu faktor yang menyebabkan 

terjadinya peningkatan jumlah penderita diabetes, 

yang apabila tidak dikontrol dengan baik, dapat 

menimbulkan komplikasi penyakit yang 

membahayakan nyawa penderitanya [5]. Dalam upaya 

pencegahan dan menurunkan jumlah pasien penderita 

DM telah dilakukan berbagai cara tetapi masih belum 

menunjukkan hasil yang diharapkan sehingga perlu 

dilakukan penelitian-penelitian lanjut untuk 

mengembangkan sistem pendeteksi diabetes sebagai 

pencegahan dan pengobatan segera [6]. Penelitian 

terbaru di bidang bioinformatika menunjukkan bahwa 

deteksi dini penyakit diabetes melitus menggunakan 

mesin pembelajaran (ML) lebih baik dan efisien 

dibandingkan deteksi manual [7]. 

Algoritma CatBoost dan XGBoost merupakan 

pengembangan dari algoritma ML [8]. CatBoost, 

singkatan dari "Categorical Boosting," difokuskan 

pada fitur kategorik. Ini merupakan algoritma pohon 

keputusan peningkatan gradien yang menggunakan 

decision trees sebagai prediktor dasar [9]. CatBoost 

diperkenalkan oleh Prokhorenkova [10], dan 

Dorogush [11] untuk mencapai kerugian terendah 

dalam konteks fitur kategorikal dan dataset yang besar 

[12], untuk tingkat kehilangan informasi yang minimal 

[13]. Catboost memiliki salah satu ciri khas yaitu 

mekanisme gradient boosting yang dirancang khusus 

untuk menangani data yang heterogen, meningkatkan 

stabilitas, dan memberikan kemampuan prediksi yang 

optimal. Pendekatan ini menggunakan pengkodean 

yang efisien dengan tujuan mengurangi risiko 

overfitting. Konsep ini memiliki potensi untuk 

mempengaruhi tingkat akurasi model, dan oleh karena 

itu, Catboost diciptakan untuk mengatasi kelemahan 

tersebut dengan maksud meningkatkan tingkat akurasi 

secara signifikan [14]. 

Beberapa penelitian sebelumnya yang telah 

mengkaji tentang klasifikasi diabetes, yaitu penelitian 

dilakukan oleh Bhoi, S.K. tentang prediksi diabetes 

pada wanita keturunan Indian Pima yang diambil dari 

dataset Pima Indians Diabetes Database. Penelitian ini 

menggunakan klasifikasi biner untuk memprediksi 

apakah seorang wanita keturunan Indian Pima 

menderita diabetes atau tidak, hasilnya ditemukan 

bahwa algoritma Logistic Regression mencapai tingkat 

akurasi sebesar 76,80% [15]. Selanjutnya penelitian 
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oleh Agatsa dkk tentang klasifikasi pasien pengidap 

diabetes berdasarkan data yang diperoleh dari dataset 

Pima Indians Diabetes Databese, yang mencapai nilai 

akurasi tertinggi sebesar 77.92% dengan 

menggunakan algoritma Support Vector Machine 

(SVM) [16]. Penelitian yang dilakukan oleh Sisodia 

dkk yang membahas tentang deteksi dini diabetes dan 

upaya untuk memprediksi penyakit tersebut 

menggunakan algoritma klasifikasi, menggunakan 

dataset dari Pima Indians Diabetes yang mencapai 

tingkat akurasi sebesar 76.30% dengan menerapkan 

metode Naive Bayes [17]. Penelitian yang berjudul 

“Implementasi Catboost Menggunakan Hyper-

Parameter Tuning Bayesian Search Untuk 

Memprediksi Penyakit Diabetes menggunakan 

CatBoost untuk memprediksi penyakit diabetes” 

dataset yang digunakan dalam penelitian ini adalah 

Pima Indian Diabetes (PID) dataset, dimana penelitian 

ini mendapatkan nilai AUC sebesar 0,868 dan presisi 

sebesar 62,5% dan menggunakan CatBoost dengan 

hyper-parameter Tuning Bayesian Search 

memperoleh hasil kinerja model dengan nilai AUC 

sebesar 0.901 dan akurasi sebesar 63,46% [14].  

Berdasarkan latar belakang, penelitian ini 

bertujuan menggunakan algoritma CatBoost untuk 

melakukan klasifikasi terhadap penyakit diabetes serta 

mengevaluasi nilai akurasi yang dihasilkan dari 

algoritma Catboost dengan menggunakan 14 atribut 

Kategorik yaitu: ID, No_Pation, Gender, AGE, Urea, 

Cr, HbA1c, Chol, TG, HDL, LDL, VLDL, BMI, dan 

CLASS. 

 

2. TINJAUAN PUSTAKA 

2.1. Diabetes 

Diabetes merupakan suatu kondisi yang 

mempengaruhi metabolisme tubuh, menunjukkan 

gejala hiperglikemia akibat gangguan dalam sekresi 

insulin, aksi insulin, atau keduanya. Diabetes melitus 

menjadi masalah kesehatan global karena tingkat 

morbiditas dan mortalitas yang tinggi yang terkait 

dengan penyakit ini [18]. 

Gaya hidup merupakan salah satu faktor penting 

dalam prevalensi diabetes mellitus (DM) di 

masyarakat. DM termasuk dalam kategori penyakit 

tidak menular yang jumlah kasusnya terus meningkat 

setiap tahun [19]. 

 

2.2. Klasifikasi 

Proses klasifikasi merujuk pada aktivitas 

pengelompokan objek berdasarkan pola yang ada pada 

model objek klasifikasi atau memilah data berdasarkan 

kelompoknya [20]. Pembentukan model klasifikasi 

dilakukan dengan memanfaatkan data pelatihan yang 

ada, dan model tersebut selanjutnya digunakan untuk 

mengategorikan data yang baru muncul. Dalam 

konsepnya, klasifikasi dapat dinyatakan sebagai suatu 

tindakan yang melibatkan pelatihan atau pembelajaran 

fungsi tujuan yang mengaitkan setiap kumpulan 

atribut (karakteristik) dengan sejumlah label kelas 

yang tersedia [21]. 

2.3. Machine Learning 

Machine Learning (ML) merupakan bidang 

ilmiah yang terkait dengan cara di mana mesin 

memperoleh pengetahuan dari pengalaman [22]. 

Fokus ML adalah mengembangkan sistem komputer 

yang dapat menyesuaikan diri dan memperoleh 

pengetahuan melalui pengalaman yang mereka 

dapatkan [23]. Teknologi ML memungkinkan deteksi 

pola yang tersembunyi dalam data dan penyesuaian 

algoritma untuk meningkatkan keakuratan hasil [24].  

 

2.4. Data Mining 

Data mining adalah proses menemukan pola-pola 

potensial yang bermanfaat dengan memanfaatkan 

kumpulan data yang sangat besar. Berbagai aspek dari 

kegiatan data mining meliputi klasifikasi data, 

integrasi data, transformasi data, diskritisasi data, serta 

evaluasi pola, dan lain-lain. Teknik penambangan data 

diterapkan untuk mengungkapkan hubungan 

tersembunyi dan tidak terduga antara data, dengan 

aplikasinya [25]. 

 

2.5. SMOTE 

Synthetic Minority Over-sampling Technique 

(SMOTE) adalah sebuah metode inovatif yang 

digunakan untuk mengatasi masalah 

ketidakseimbangan kelas dalam dataset, yang sering 

kali menjadi tantangan dalam analisis data. Metode ini 

bekerja dengan cara menciptakan sampel sintetis 

tambahan untuk kelas minoritas melalui proses 

interpolasi antara contoh-contoh minoritas yang sudah 

ada. SMOTE tidak hanya menambah jumlah sampel 

dari kelas minoritas tetapi juga mempertahankan 

karakteristik data yang ada. Peningkatan representasi 

kelas minoritas dalam dataset ini membantu model 

klasifikasi dalam mempelajari fitur-fitur yang relevan, 

sehingga meningkatkan kemampuan model untuk 

mengenali dan mengidentifikasi pola yang 

berhubungan dengan kelas minoritas secara lebih 

akurat dan efisien [26]. 

 

2.6. Gradient Boosting 

Teknik Machine Learning (ML) lain yang 

digunakan untuk regresi dan klasifikasi adalah 

Gradient Boosting (GB). Teknik ini melakukan 

prediksi dalam bentuk ansambel model prediksi lemah 

Decision Tree (DT). Konsep peningkatan pertama kali 

diajukan dalam referensi, yang menyatakan bahwa 

peningkatan dapat diinterpretasikan sebagai algoritma 

optimasi untuk fungsi biaya tertentu. Pada tahap 

selanjutnya, algoritma regresi GB diimplementasikan 

oleh dengan pendekatan yang berbeda dan penerapan 

praktis Sebagai hasilnya, perkembangan berbagai 

algoritma peningkatan teramati di berbagai bidang 

seperti statistik dan kecerdasan buatan (Artificial 

Intelligence) [28]. 

Metode Gradient Boosting menggunakan 

pengklasifikasi yang memiliki korelasi kuat dengan 

klasifikasi yang sesungguhnya. Model ini 

dikembangkan dengan menggabungkan beberapa 
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pengklasifikasi yang memiliki korelasi rendah dengan 

klasifikasi aktual untuk menghasilkan prediksi yang 

lebih akurat. Pendekatan ini diimplementasikan secara 

berulang [29]. 

 

2.7. CatBoost 

Categorical Boosting (CatBoost) adalah 

algoritma penguatan bertingkat yang didasarkan pada 

metode penguatan gradien, yang menggunakan pohon 

keputusan untuk menyelesaikan tugas regresi. Dalam 

algoritma ini, setiap pohon bertanggung jawab untuk 

membagi ruang fitur dengan cara tertentu dan 

menghasilkan nilai keluaran yang sesuai [30]. 

CatBoost menangani data kategorikal secara 

otomatis dengan memanfaatkan metode statistik. 

Algoritma ini mampu mencegah overfitting dengan 

mengoptimalkan berbagai parameter input dan 

mengabaikan karakteristik kategori selama 

pemrosesan data [27]. Dalam pengolahan data 

kategorikal, CatBoost melakukan eksekusi permutasi 

secara acak daripada mengubahnya menjadi biner, 

serta menghitung nilai rata-rata untuk setiap label [28]. 

 

2.8. Transform Data 

Transform Data adalah proses mengubah dan 

mengkonsolidasikan data ke dalam bentuk yang dapat 

digunakan untuk penambangan melalui operasi 

ringkasan atau agregasi dikenal sebagai transformasi 

data [29]. Proses pemrosesan data terdiri dari 7 (tujuh) 

tahapan, yang empat tahap pertama dikenal sebagai 

proses preprocessing data, yang terdiri dari 

pembersihan data, integrasi data, pemilihan data, dan 

transformasi data. Implementasi proses ini 

membutuhkan waktu sekitar 60% dari total proses. 

Metode transformasi data termasuk smoothing, 

generalization, normalization, aggregation, dan 

attribute construction [30]. Penelitian ini 

menggunakan teknik binning karena termasuk 

kedalam metode smoothing dalam melakukan 

transform data. 

 

2.9. Confusion Matrix 

Tabel confusion matrix berfungsi untuk 

mengevaluasi performa model klasifikasi dengan 

membandingkan prediksi yang dihasilkan oleh model 

terhadap nilai sebenarnya dari data. True Positive 

(TP), True Negative (TN), False Positive (FP), dan 

False Negative (FN) adalah empat komponen 

confusion matrix [31]. Confusion matrix dapat dilihat 

pada Tabel 1. 

 

Tabel 1. Confusion Matrix 
 Positive Negative 

Positive True Positive False Positive 

Negative False Negative True Negative 

 

3. METODE PENELITIAN 

Metode yang digunakan pada penelitian ini 

ditunjukkan pada Gambar 1. 

 

 
Gambar 1. Metode Penelitian 

 

3.1 Data Collection 

Pada penelitian ini, data yang digunakan adalah 

data pasien dari laboratorium Rumah Sakit Medical 

City (Pusat Spesialisasi Endokrinologi dan Rumah 

Sakit Pendidikan Diabetes-Al-Kindy). Berkas pasien 

diambil dan data diekstrak dan dimasukkan ke dalam 

database untuk membangun kumpulan data diabetes. 

Data tersebut memiliki 1000 baris data dengan 14 

atribut yang terdiri dari informasi medis dan analisis 

laboratorium. 

 

3.2 Preprocessing 

Tahap ini melibatkan beberapa proses penting 

untuk mempersiapkan data yang nantinya digunakan 

dalam proses analisi dan pemodelan. Proses yang 

dilakukan pada penelitian ini termasuk Data Cleaning, 

Feature Selection, Label Encoder dan Class 

Balancing. 

 

3.3 Transformasi Data  

Transformasi data menggunakan teknik binning 

untuk mengubah fitur numerik menjadi kategori. 

Proses ini dimulai dengan mengidentifikasi fitur berisi 

nilai kontinu yang perlu diubah, seperti usia, 

kolesterol, dan BMI. Kemudian, distribusi data 

dianalisis menggunakan histogram atau grafik lainnya 

untuk menentukan interval bin yang tepat. Interval ini 

ditetapkan berdasarkan pengetahuan domain atau 

distribusi data, misalnya usia dibagi menjadi 'Remaja', 
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'Dewasa', dan 'Lansia'. Selanjutnya, nilai kontinu 

diubah menjadi kategori sesuai interval yang 

ditentukan menggunakan fungsi tertentu. Terakhir, 

hasil binning diperiksa untuk memastikan setiap nilai 

kontinu dikonversi dengan benar dan distribusi data 

masuk akal. 

 

3.4 Klasifikasi CatBoost 

Pada tahapan ini, data yang telah melewati 

tahapan pra-proses sebelumnya akan di-split menjadi 

dua subset, yaitu data latih dan data uji. Data latih 

digunakan untuk melatih model CatBoost, sedangkan 

data uji digunakan untuk mengevaluasi kinerja model. 

Persentase pembagian data adalah 80% untuk data 

latih dan 20% untuk data uji. 

Model CatBoostClassifier dilatih menggunakan 

parameter-parameter yang telah ditentukan, yaitu 

learning_rate=1, depth=16, dan iterations=50. Proses 

pelatihan dilakukan dengan menggunakan data latih 

dan fitur kategorikal yang telah ditentukan. CatBoost 

memanfaatkan teknik boosting gradient untuk 

membangun model secara iteratif dengan 

menambahkan pohon keputusan baru untuk 

mengurangi kesalahan yang dibuat oleh model 

sebelumnya. 

 

3.5 Evaluasi Model 

Evaluasi dilakukan menggunakan data uji. 

Prediksi dilakukan pada data uji dan hasil prediksi 

dibandingkan dengan label sebenarnya untuk 

menghitung metrik evaluasi seperti akurasi, precision, 

recall, dan F1-score. Selain itu, matriks kebingungan 

(confusion matrix) juga digunakan untuk 

mengevaluasi kinerja model.  

 

 

4. HASIL DAN PEMBAHASAN 

Penelitian ini melakukan klasifikasi penyakit 

diabetes menggunakan metode CatBoost. Tujuan 

penelitian ini dilakukan untuk menghasilkan nilai 

akurasi pada metode klasifikasi yang dipakai untuk 

mengklasifikasi penyakit diabetes. 

 

4.1. Data Collection 

Tabel 2 menunjukan contoh dari dataset yang 

digunakan pada penelitian ini. 

 

Tabel 2. Dataset Diabetes 
No ID No_Pation Gender ... CLASS 

1 502 17975 F … N 

2 735 34221 M … N 

3 420 47975 F … N 

4 680 87656 F … N 

5 504 34223 M … N 

… … … … … … 

995 198 454316 M … Y 

996 199 454316 M … Y 

997 200 454317 M … Y 

998 671 876534 M … Y 

999 669 87654 M … Y 

1000 99 24004 M … Y 

Pada Tabel 3 menunjukan atribut yang ada pada 

dalam dataset yang digunakan dala penelitian ini. 

 

Tabel 3. Atribut Data 
No Atribut Data 

1 ID 

2 No_Pation 

3 Gender 

4 Age 

5 Urea 

6 Cr 

7 HBA1c 

8 Chol 

9 TG 

10 HDL 

11 LDL 

12 VLDL 

13 BMI 

14 Class 

 

Berdasarkan data yang diperoleh, diketahui 

bahwa data penyakit diabetes memiliki 14 atribut. Dari 

14 atribut tersebut, 2 di antaranya bertipe kategorikal, 

sementara 12 atribut lainnya merupakan tipe numerik. 

 

4.2. Preprocessing 

Langkah berikutnya adalah melakukan 

preprocessing data. Tahap ini mencakup beberapa 

proses utama seperti data cleaning, feature selection, 

label encoder dan class balancing. 

Langkah pertama dalam tahap ini adalah 

membersihkan data, di mana data yang diperoleh akan 

melalui proses pembersihan untuk mengatasi 

informasi yang tidak lengkap, seperti data curah hujan 

yang tidak lengkap. Tujuan dari pembersihan ini 

adalah untuk mempermudah proses analisis dan 

pengolahan data lebih lanjut, yang bisa dilihat pada 

Gambar 2. 

 

 
Gambar 2. Data Cleaning 

 

Berdasarkan Gambar 2 dapat dilihat bahwa 

dalam data penyakit diabetes tidak terdapat nilai yang 

hilang. 

Pada Gambar 3 dapat disimpulkan bahwa atribut 

yang akan digunakan sebagai fitur adalah Gender, 

AGE, Urea, Cr, HbA1c, Chol, TG, HDL, LDL, VLDL, 

BMI. Sedangkan untuk target atau kelas yang akan 

digunakan adalah atribut Class. 

 

 
Gambar 3. Feature Selection 

 

Tahap selanjutnya adalah transformasi fitur yang 

awalnya berbentuk kategorikal diubah menjadi 

numerik menggunakan Label Encoder bisa dilihat 

pada Gambar 4. Langkah ini diperlukan agar data 
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dapat digunakan untuk keperluan oversampling 

dengan metode Synthetic Minority Over-sampling 

Technique (SMOTE) dan untuk memastikan 

kompatibilitas dengan algoritma Machine Learning 

yang digunakan. 

 

 
Gambar 4. Label Encoder 

 

Tahap selanjutnya adalah menyeimbangkan 

kelas dalam data yang diperoleh, di mana terdapat 

ketidakseimbangan kelas seperti yang terlihat pada 

Gambar 5. 

 
Gambar 5. Sebelum SMOTE 

 

Pada Gambar 5 diperlihatkan dua kelas utama, 

yaitu "0" dan "1", yang menunjukkan 

ketidakseimbangan yang cukup signifikan. Untuk 

mengatasi ketidakseimbangan ini, dilakukan 

oversampling menggunakan SMOTE pada kelas 

minoritas agar data yang sebelumnya tidak seimbang 

seperti yang terlihat pada Gambar 6, menjadi 

seimbang, 

 

 
Gambar 6. Sesudah SMOTE 

 

4.3. Transform Data 

Setelah pemrosesan terhadap data telah selesai, 

langkah selanjutnya adalah mentransformasi data 

dengan teknik binning untuk mengubah fitur numerik 

menjadi kategorik. Proses binning dimulai dengan 

mengidentifikasi fitur ber-nilai kontinu yang perlu 

diubah menjadi kategori, seperti usia, tingkat 

kolesterol, atau BMI. Selanjutnya, distribusi data 

dianalisis menggunakan histogram atau grafik 

distribusi lainnya untuk menentukan interval bin yang 

sesuai, berdasarkan rentang dan frekuensi nilai. 

Interval bin ditentukan berdasarkan pengetahuan 

domain atau hasil analisis, misalnya, usia dapat 

dikategorikan menjadi 'Remaja', 'Dewasa', dan 

'Lansia'. Nilai kontinu kemudian diubah menjadi 

kategori sesuai dengan interval bin yang ditetapkan, 

menggunakan fungsi khusus dalam bahasa 

pemrograman. Terakhir, hasil binning diperiksa untuk 

memastikan bahwa konversi nilai kontinu ke kategori 

sudah benar dan distribusi data dalam kategori tersebut 

masuk akal. Hasil binning bisa dilihat pada Gambar 7. 

 

 
Gambar 7. Binning 

 

4.4. Split Data 

Setelah selesai melakukan transformasi data, 

tahapan selanjutnya adalah pembagian data. Pada 

tahapan ini, data yang telah melewati tahapan pra-

proses sebelumnya akan di-split menjadi dua subset, 

yaitu data latih dan data uji. Data latih digunakan untuk 

melatih model CatBoost, sedangkan data uji 

digunakan untuk mengevaluasi kinerja model. 

Persentase pembagian data adalah 80% untuk data 

latih dan 20% untuk data uji. 

Fitur-fitur yang bersifat kategorikal dalam 

dataset didefinisikan untuk membantu CatBoost dalam 

mengidentifikasi dan menangani variabel kategorikal 

secara otomatis. Dalam penelitian ini, fitur kategorikal 

adalah Gender_bin, AGE_bin, Urea_bin, Cr_bin, 

HbA1c_bin, Chol_bin, TG_bin, HDL_bin, LDL_bin, 

VLDL_bin, dan BMI_bin. 

 

4.5. Klasifikasi CatBoost 

Tahap berikutnya adalah proses klasifikasi, di 

mana penelitian ini melakukan prediksi menggunakan 

metode CatBoost. Proses dimulai dengan membangun 

model CatBoost, yang memerlukan pengaturan 

beberapa parameter yang telah ditentukan melalui 

berbagai eksperimen untuk menghasilkan prediksi 

yang optimal. Pada tahap ini, model akan 

menggunakan parameter yang telah disesuaikan. 

Beberapa parameter yang digunakan dalam model 

CatBoost ini dapat dilihat pada Tabel 4. 
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Tabel 4. Parameter CatBoost 
Parameter Kegunaan 

iteration 

Batas tertinggi dari jumlah pohon yang 

bisa dibuat saat menyelesaikan 

permasalahan dalam pembelajaran 

mesin.. 

learning_rate 
Menentukan seberapa cepat model 

belajar dari data 

depth 

Parameter untuk menentukan 

kedalaman maksimum dari setiap 

pohon. 

 

4.6. Evaluasi Model 

Setelah menyelesaikan tahapan sebelumnya, 

dilakukan serangkaian percobaan untuk memperoleh 

hasil prediksi terbaik berdasarkan data penyakit 

diabetes melalui penyetelan parameter. Eksperimen 

penyetelan parameter ini bertujuan untuk 

meningkatkan kinerja model CatBoost, dan hasil dari 

eksperimen tersebut dapat dilihat pada Tabel 5. 

 

Tabel 5. Eksperimen Parameter 

Parameter 
Percobaan 

1 

Percobaan 

2 

Percobaan 

3 

iteration 50 100 500 

learningrate 1 0.01 0.1 

depth 16 8 10 

Akurasi 98.6% 95.5% 97.9% 

 

Dari Tabel 5 dapat disimpulkan bahwa akurasi 

yang dihasilkan dari setiap eksperimen tidak 

menunjukkan perbedaan yang signifikan, dan 

eksperimen-eksperimen tersebut telah didasarkan pada 

penelitian sebelumnya yang melakukan pendekatan 

serupa. 

Pada eksperimen kedua, fokus utama adalah 

penerapan model CatBoost dengan mengevaluasi 

akurasi yang diperoleh. Untuk menguji performa 

model, penelitian ini menggunakan evaluasi dengan 

confusion matrix. Perhitungan melalui confusion 

matrix digunakan untuk menentukan persentase data 

yang benar sesuai kenyataan dibandingkan dengan 

data yang tidak sesuai atau tidak ada. Hasil dari 

confusion matrix dapat dilihat pada Gambar 8. 

 

 
Gambar 8. Confusion Matrix 

 

Pada Gambar 8, terdapat beberapa nilai yang 

digunakan untuk menghitung akurasi model. Dari hasil 

confusion matrix tersebut, didapatkan nilai TP sebesar 

142, FP sebesar 4, FN sebesar 146, dan TN sebesar 0, 

yang kemudian digunakan untuk menghitung nilai 

akurasi, presisi, recall, dan f1-score, dengan hasil yang 

disajikan pada Tabel 6. 

 

Tabel 6. Matrix Evaluasi 

Matriks Evaluasi Skor 

Accuracy 98.63% 

Precision 1.0% 

Recall 97.33% 

F1-Score 98.64% 

 

1) Akurasi dihitung menggunakan persamaan (1). 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
          (1) 

Hasil: 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =
142 + 146

142 + 0 + 4 + 146
=  0.9863 

 

2) Precision dihitung mengunakan persamaan (2). 

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
                        (2) 

Hasil: 

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 =
146

146 + 0
=  

146

146
= 1.0 

 

3) Recall dihitung menggunakan persamaan (3). 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
                       (3) 

Hasil: 

𝑅𝑒𝑐𝑎𝑙𝑙 =
146

146 + 4
=  

146

150
= 0.9733 

 

4) F1 Score, yang merupakan harmonic mean dari 

precision dan recall, dihitung menggunakan 

persamaan (4). 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 = 2 ×
𝑃𝑟𝑒𝑠𝑖𝑠𝑖 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 + 𝑅𝑒𝑐𝑎𝑙𝑙
(4) 

Hasil: 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 = 2 ×
1.0 × 0.9733

1.0 + 0.9733
 

= 2 ×
0.9733

1.9733
= 0.9864 

∎ 

5. KESIMPULAN DAN SARAN 

Penelitian ini mengembangkan model prediksi 

untuk klasifikasi penyakit diabetes menggunakan 

algoritma CatBoost, dengan dataset 1460 sampel, yang 

dibagi dari 80% untuk pelatihan dan 20% untuk 

pengujian. Model yang dikembangkan menunjukkan 

performa yang sangat baik dalam mengklasifikasikan 

penyakit diabetes. Selain itu, hasil evaluasi 

menggunakan Confusion Matrix menunjukkan bahwa 

model yang dikembangkan mencapai akurasi sebesar 

98,63%, presisi sebesar 100%, recall sebesar 97,33%, 

dan F1-Score sebesar 98,64%. Oleh karena itu, dapat 

disimpulkan bahwa algoritma CatBoost terbukti 

efektif dalam menangani data kategorikal tanpa perlu 
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melakukan encoding, dengan kinerja yang sangat baik 

dalam prediksi diabetes. Tingginya akurasi, presisi, 

recall, dan F1-Score juga menunjukkan bahwa model 

yang dikembangkan dalam penelitian ini dapat  

digunakan dalam sistem pendukung keputusan medis 

dalam mengidentifikasi pasien berisiko diabetes lebih 

awal. Untuk penelitian mendatang, disarankan agar 

menggunakan dataset yang lebih besar dan beragam 

serta mencoba algoritma alternatif seperti XGBoost 

atau teknik deep learning. Pengoptimalan 

hyperparameter, penambahan fitur relevan seperti data 

genetik dan riwayat keluarga, serta penerapan teknik 

validasi kompleks seperti cross-validation dapat 

meningkatkan validitas dan pemahaman model. Selain 

itu, perbandingan dengan metode pre-processing 

lainnya, implementasi dalam konteks nyata, analisis 

interpretabilitas model, dan pemanfaatan data 

temporal untuk memantau perubahan penyakit seiring 

waktu juga layak dipertimbangkan. 
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